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摘要：分别从优化算法集成神经网络及将数据聚类后按类

建模两方面建立 3种模型对地铁车站空调负荷进行逐时预

测，结果表明：同一物理量对地铁车站空调负荷所产生的影

响程度随时间呈现某种动态变化特征，根据历史数据定量分

析这些特征，对精准筛选模型输入参数、提高模型预测精度

大有裨益。在3种模型中，粒子群优化算法-神经网络（PSO-

BPNN）和果蝇优化算法-神经网络（FOA-BPNN）预测的平

均相对误差（MAPE）较单纯神经网络（BPNN）分别降低

25.87%和 40.08%，聚类-神经网络（Kmeans-BPNN）预测的

MAPE比 PSO-BPNN及 FOA-BPNN分别降低 61.12%和

51.90%。说明在同等情况下，优化算法集成模型比单纯

BPNN预测精度更高，而当区分实际负荷变化特点后，采用

聚类后建模比优化集成建模效果更佳。
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Air-Conditioning Load Prediction of
Subway Station Based on Clustering
and Optimization Algorithm Ensemble
Neural Network
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Abstract： Three models were developed to predict the
air-conditioning hourly cooling load of a subway station
from the aspects of optimization algorithm ensemble back

propagation neural network（BPNN）and BPNN with data
clustering pre-processing. The results show that the
influence of the same physical parameters on the air-
conditioning load of the subway station reflects a certain
dynamic change characteristic over time. Quantitative
analysis of these features based on historical data is of
great benefit to precisely selecting the model input
parameters and improving model prediction accuracy. In
the three given models， the predicted mean absolute
percentage error（MAPE）of particle swarm optimization
（PSO）-BPNN and the fruit fly optimization algorithm
（FOA）-BPNN decreases by 25.87% and 40.08% respectively
compared with that of BPNN，while the MAPE of Kmeans-

BPNN is reduced by 61.12% and 51.90% respectively
compared with that of PSO-BPNN and FOA-BPNN，which
means that the performance of optimization algorithm
ensemble models is better than that of pure BPNN on even
ground. Moreover，BPNN with data clustering is better
than optimization algorithm ensemble BPNNs after
distinguishing the characteristics of real load changes.

Key words： subway station； load prediction；

optimization algorithm；clustering；neural network

2019年我国轨道交通总耗电量约152. 6亿千瓦

时，占全国年总耗电量的 2. 4‰［1］；我国南方地区地

铁车站空调环控能耗约占总能耗的50%以上［2］。地

铁车站空调系统能耗大的主要原因是系统运行调控

供需不平衡，而要想缓解不平衡、实现节能运行，首

先必须对地铁车站空调负荷进行准确预测。学者们

已在地上建筑空调负荷预测方面做过大量研究，既
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有传统的参数回归法（简单回归模型、多变量回归模

型、高斯过程回归［3］等）；时间序列法（自回归模型、

线性与非线性方程模型［4-5］）、滑动平移模型［6］、混沌

法［7］、小波分析法等［8］；也有基于黑箱的误差反向传

播神经网络［9-10］（back-propagation neural network，
BPNN）及基于数据聚类［11-12］和优化算法［13-16］的负荷

预测。

但是，目前针对地铁车站空调负荷预测的研究

还较少。地铁车站属于地下建筑，仅通过出入口通

道及地面风亭与外界相连，站内客流、设备、屏蔽门、

列车运行产热、活塞风及周围土壤传热等因素，都使

得地铁车站空调负荷特点不同于地上建筑，其系统

控制变量多、高度非线性、惯性大滞后强，若采用传

统空调负荷预测方法难度较大，而日益完善的地铁

车站空调自控系统使得基于大数据的黑箱负荷预测

模型成为有效方法。文献［17］采用BPNN模型预测

地铁站厅空调负荷，但其数据集是采用仿真模拟结

果。文献［18-19］利用遗传算法优化BPNN模型以

预测地铁车站冰蓄冷空调负荷，但模型输入参数是

定性选取的。文献［20］利用基因遗传及粒子群算法

优化BPNN模型以预测地铁车站空调负荷，但文中

数据集情况不详。

目前在地铁车站空调负荷预测研究中，关于定

量表征各因素对负荷影响程度随时间的动态变化特

征以及采用不同优化算法模型对负荷预测精度及预

测效果进行比较等研究目前还很有限。本文分别从

优 化 算 法 集 成 神 经 网 络（PSO-BPNN 与 FOA-

BPNN）及将数据聚类（Kmeans-BPNN）后按类分别

建模两方面建立地铁车站空调负荷预测模型。根据

实际运行数据，定量分析各物理量对负荷影响程度

随时间变化的动态特征，获取相关系数曲线，并以此

甄选模型输入参数。基于所提出的3种模型对地铁

车站空调负荷进行逐时预测，利用 4种指标对预测

结果进行评价，从优化算法集成建模及从对数据集

进行前处理后再建模 2个维度，总结精度更高和效

果更好的地铁车站空调负荷预测方法。

1 预测模型

1. 1 Kmeans聚类-BPNN模型

单纯BPNN［21］模型直接利用数据集进行训练及

预测，不考虑数据集的特征。作为无监督学习的一

种算法，聚类将数据集中所有待预测样本划分为若

干个互不相交的子集，即“簇”［22］。K均值（Kmeans）

聚类通过针对样本集D=｛x1 ，x2 ，…，xm｝划分所得

簇C=｛C1 ，C2 ，…，Ck｝，使其平方误差E最小，即

E=∑ i=1
k ∑xϵCi

 x-μi
2

2
（1）

式中：x为单个样本；Ck为单个簇；μk为簇Ck的均值向

量，其公式为

μi= 1
||Ci
∑xϵCi

x （2）

利用 Kmeans 聚类后再根据各类分别构建

BPNN模型。

1. 2 粒子群优化算法集成BPNN模型（PSO-BPNN）
粒子群优化算法（Particle Swarm Optimization，

PSO）［23］将觅食的鸟类作为N维空间搜索个体，其速

度与位置的更新方法为

Vid=ωVid+C1r (Pid-Xid)+C2r ( Pgd-Xid)
（3）

Xid=Xid+Vid （4）

式中：ω为惯性因子；C1和C2分别为每个粒子的个体

与社会学习因子；r为在区间［0，1］上的随机数；Xid

和Vid分别为d时刻第 i个粒子的位置和速度；Vid为

d时刻第 i个粒子的个体最优解；Pgd为d时刻所有粒

子g的全局最优解。

模型集成原理为：每次PSO算法将迭代得出的

全局最优解粒子速度与位置赋值给BPNN模型的权

值及阈值，将模型训练得出的预测值与实际目标误

差作为适应度函数，直至满足适应度函数，则PSO
优化算法迭代停止，其粒子的速度与位置即为

BPNN的最优权值与阈值。

1. 3 果蝇优化算法集成BPNN模型（FOA-BPNN）
果 蝇 优 化 算 法（Fruit Fly Optimization

Algorithm，FOA）［24］是以模拟果蝇觅食寻求全局优

化的算法。果蝇的位置更新表达式与味道浓度判定

函数为

Xi=Xaxis+ rrandomValue （5）

SSmell = fFunction (Si) （6）

式中：Xaxis为果蝇在轴线X初始位置；rrandomValue为果蝇

活动范围内的随机值；Si表示果蝇 i闻到食物的味道

浓度值；SSmell为判定函数。

模型集成原理为采用 FOA 算法不断优化

BPNN模型的拓扑结构，将迭代寻优的果蝇最佳位

置赋给BPNN权值与阈值，以提高模型的预测性能

及泛化能力。

本 文 提 出 的 Kmeans-BPNN、PSO-BPNN、
FOA-BPNN预测模型流程如图1。
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1. 4 预测模型的评价指标

采用 4项指标对各预测模型进行评价：相关系

数R、平均绝对误差（mean absolute error，EMAE）、均

方根误差（root mean square error，ERMSE）与平均绝对

百分比误差（mean absolute percentage error，EMAPE），

计算公式为（7）-（10）。

R= Cov( ŷ，y )
Var [ ]ŷ Var [ ]y （7）

EMAE= 1
n∑ i=1

n || ŷi- yi （8）

ERMSE = 1
n∑ i=1

n ( )ŷi- yi
2

（9）

EMAPE = 1
n∑ i=1

n é

ê
ê

ù

ú
ú

ŷi- yi
yi

（10）

式中：Cov（ŷ，y）为预测值 ŷ与实际值 y的协方差；

Var［ŷ］、Var［y］分别为预测值ŷ与实际值y的方差；n
表示预测时长；ŷi及 yi分别为第 i时刻的预测值和实

际值。

2 地铁车站空调负荷预测实例分析

2. 1 数据来源及处理

以广州某地铁车站空调系统实际运行数据作为

样本集，该站共设2台冷水机组。原始数据包括2台
冷机的冷水供、回水温度，冷却水供回、水温度，2台
冷机的瞬时冷量，站台层A、B端及站厅层A、B端各

4个采集点的空气温度及相对湿度，以及地铁站台入

口处的室外空气温度和相对湿度；采集时间段为

2020年5月1日0时至8月31日23时，数据采集间隔

2min，共计 88 560组数据。对样本集进行了训练集

及测试集的划分。

数据采集期间广州地铁车站夜间也有冷机运

行。通过对原始样本的分析发现，空调负荷存在在

白天地铁正常运营时很小甚至为零而夜间机组部分

关闭时却很大等不合理现象，这可能是由于 2台冷

机切换运行或数据传输系统瞬时不稳定所致。为避

免模型训练难以收敛、预测误差较大等后果，需对原

始数据异常值进行处理。本文利用平均值或样条插

值对负荷值为零、过大、过小或缺失等处进行替换或

补充。原始数据集处理后的空调负荷如图 2。后面

所有预测模型都以处理后的负荷值作为原始样本。

其他采集参数无异常。

2. 2 预测模型输入参数的确定

本文采用黑箱方法建立地铁车站空调负荷的预

测模型，包括BPNN模型在内的所有黑箱模型都是

通过对历史数据自学习来映射出待预测物理量与对

该量产生影响的其他各物理量之间的关系，而这些

物理量对负荷的影响程度具有随时间变化的动态特

征，定量分析这些动态特征将对准确选择模型输入

参数及确保模型预测精度至关重要。由于地铁车站

位于地下，土壤具有很大的蓄热性及传热惰性，因此

太阳辐射及风速等参数对地铁车站空调负荷影响很

小。根据文献［17-18，20］调研，初选地铁车站室内、

外空气温度、相对湿度及历史负荷作为影响因素。

考虑这些物理量在不同历史时刻对负荷的影响程度

不同，现采用SPSS Statistics 21软件对上述5个量在

过去 24h（记为 t~t-24）内对地铁车站空调负荷的动

态影响程度进行定量分析，利用Person相关系数 r
作为衡量影响负荷程度强弱的指标。

图1 预测模型流程

Fig.1 Flowchart of prediction models

图2 空调负荷异常值的处理

Fig. 2 Treatment of abnormal data of cooling load
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r=
N∑xi yi-∑xi yi

N∑x2i -(∑xi )2 N∑y 2i -(∑yi)2

（11）
式中：N为特征样本数量；xi和yi分别表示第 i个影响

因素与历史负荷。通过定量计算，各物理量在过去

24h内对地铁车站空调负荷相关系数的动态变化

如图3。

由此可见前述 5个物理量在过去 24h内对地铁

车站空调负荷的影响程度随时间呈现某种动态变化

特征。首先根据定性分析，空调负荷与室内外温度

呈正相关，而图 3中室外温度与历史负荷在 t-9到 t-
17时刻为负值，违反定性分析，故需要剔除此时间段

室外温度。随后根据定量分析，室外温度线上的 t时
刻和室内温度线上的 t-18时刻所对应的 r值最高，说

明这 2个参数在这 2个时刻比其他时刻对负荷的影

响程度更大。同理根据定性分析，空调负荷与室内

外相对湿度呈负相关，图 3中室外相对湿度与历史

负荷在 t-4到 t-20时刻为正值，室内相对湿度与历史

负荷在 t到 t-24时刻均为正值，违反定性分析，故需

要剔除这2个时间段室内外相对湿度。定量分析可

得室外相对湿度在 t-24时刻比其他时刻对负荷的影

响更大。而历史负荷在 t-1、t-2及 t-24时刻比其他时

刻对当前负荷的影响更大。通过各物理量对负荷相

关系数的动态变化分析，最终确定地铁车站空调负

荷的 6个重要影响参数，并将其作为预测模型的输

入参数。根据Kolmogorov定理，经仿真试验确定隐

含层节点数为13，预测模型的结构为6-13-1，模型参

数见表1。

确定数据集后，还需要对数据进行归一化处理，

最终模型输出参数经反归一化处理即可得到负荷预

测值。

通过分析发现原始样本中空调负荷呈现一定特

点，因此本文利用Kmeans聚类对数据集进行预处

理，并针对聚类后的各类数据分别建立BPNN模型；

此外，还利用PSO与FOA优化算法集成BPNN模

型。将这些模型结果与单纯BPNN模型加以比较，

以考察其对地铁车站空调负荷预测精度的影响。

经仿真试验确定各模型中的超参数见表2。

2. 3 聚类神经网络预测模型结果及分析

2. 3. 1 Kmeans聚类结果及分析

本文利用Python中 sklearn库调用Kmeans聚类

算法，每个类别之间的距离选择Euclidean（欧氏）距

离。利用Calinski Harabasz（CH）评价指标确定最佳

聚类数，CH越大代表类之间样本距离越小，联系越

紧密，聚类效果越好。部分聚类数及对应的CH评

价指标计算结果见表 3。而当聚类数大于 7后，CH
值显著下降，聚类效果较差。根据表 4的结果把数

据集聚为2类，聚类结果如表4。

图3 不同物理量对负荷影响相关系数的动态变化

Fig. 3 Dynamic variation of correlation coefficient
of different parameters on load

表1 预测模型的结构参数

Tab. 1 Construction parameters of prediction mod⁃
els

类别

输入参数
输出参数

隐含层节点数

表示符号

Tt，O，Tt-18，I，Ht-24，O，Lt-1，Lt-2，Lt-24
Lt
13

注：Tt，O代表 t时刻室外空气温度，Tt-18，I代表 t-18时刻室内空气温

度，Ht-24，O代表 t-24时刻室外相对湿度，Lt ，Lt-1，Lt-2，Lt-24分别代

表 t，t-1，t-2，t-24时刻空调负荷。

表2 模型训练中的超参数

Tab. 2 Hyper parameters for each model

模型

BPNN
PSO-BPNN
FOA-BPNN
Kmeans-BPNN

最大迭代次数

1 000
1 000
1 000
1 000

训练速率

0. 01
0. 01
0. 01
0. 01

训练目标误差

0. 001
0. 001
0. 001
0. 001

C1

1. 494 4

C2

1. 494 4

种群规模

20
60

进化次数

80
100

聚类数

2

表3 不同聚类数的CH值

Tab. 3 CH for different clustering numbers

聚类数

CH
2

165. 65
3

125. 77
4

97. 65
5

82. 68
6

73. 42
7

64. 21
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由表4可见，通过Kmeans聚类后的数据被分为

A、B 2类，A类数据主要集中在5、7月几天及8月整

月，这些天气负荷相对低些；而B类数据集中在 6、7
月，这段时期负荷相对较高。

2. 3. 2 Kmeans-BPNN预测结果及分析

利用聚类后的A、B 2类数据分别建立BPNN模

型进行地铁车站的空调负荷预测，同时对未聚类数

据也建立BPNN模型。2种模型的训练集及预测集

相同，测试集8月31日的数据聚类于A类。2种模型

的负荷预测值见图 4，它们对实际负荷的相对误差

见图5。

由图 5可见，无论是 Kmeans-BPNN模型还是

BPNN模型的负荷预测值都与实际值相差不大，预

测相对误差基本在 15%以内，经计算其相关系数R
最低为0. 912，说明采用本文前述的以各物理量对负

荷相关系数的动态变化特征定量甄选模型输入参数

的方法能够产生较好的预测效果。同时由图 4可
见，通过聚类后的Kmeans-BPNN模型比单纯BPNN
能够更好地追踪实际负荷的变化特点，尤其在中午

11：00-13：00期间，当地铁车站空调负荷逐渐降低

时，Kmeans-BPNN的预测值在经过一小段时滞后也

能显示出相似的变化趋势；尽管 8月 31日是周一工

作日，但实际负荷在 17：00时后变化平稳直至夜里

23：00时后降低，Kmeans-BPNN模型的预测值也基

本能反应实际特点。从图 5也可见Kmeans-BPNN
模型预测的相对误差最大值在 5%之内，较单纯

BPNN总体误差更低，预测精度更高。这说明在地

铁车站空调系统实际运行中，若历史负荷变化呈现

一些特点，则采用数据聚类神经网络模型比单纯

BPNN模型具有更高的预测精度。

2. 4 优化算法集成神经网络预测模型结果及分析

从优化算法集成神经网络的角度分别建立

PSO-BPNN与FOA-BPNN模型。与传统BPNN训

练过程不同，优化算法集成模型先根据所设定的训

练超参数对初始种群进行迭代寻优，用每次寻优结

果更新BPNN中的权值和阈值，直至满足适应度函

数，最终用最优种群迭代结果确定神经网络的结构

参数。PSO-BPNN、FOA-BPNN及 BPNN模型对

地铁车站空调负荷预测值的对比如图 6。它们对实

际负荷的相对误差见图7。
由图可见，采用 3种模型预测地铁车站空调负

表4 Kmeans聚类结果

Tab. 4 Clustering results of Kmeans

月
份

5
6
7
8

日期

1
A
B
B
A

2
A
A
B
A

3
A
B
B
A

4
A
B
B
A

5
A
B
B
A

6
A
A
B
A

7
B
B
B
A

8
B
B
B
A

9
B
B
B
A

10
B
B
B
A

11
A
B
B
A

12
A
B
B
A

13
A
B
B
A

14
A
B
B
A

15
B
B
B
A

16
B
B
B
A

17
B
B
B
A

18
A
B
B
A

19
A
B
B
A

20
B
B
B
A

21
B
B
B
A

22
B
B
B
A

23
A
B
A
A

24
A
B
A
A

25
B
B
A
A

26
B
B
A
A

27
A
B
A
A

28
A
B
B
A

29
B
B
A
A

30
B
B
A
A

31
B
-
A
A

图4 Kmeans-BPNN及BPNN模型的负荷预测

Fig. 4 Comparison od load prediction for Kmeans-

BPNN model and BPNN model

图5 Kmeans-BPNN及BPNN模型负荷预测的相对误差

Fig. 5 Relative errors of cooling load prediction for
Kmeans-BPNN model and BPNN model

图6 PSO-BPNN、FOA-BPNN及BPNN模型的负荷预测

Fig. 6 Comparison of load prediction for PSO-

BPNN, FOA-BPNN, and BPNN model
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荷的最大相对误差低于 17%，采用 2种算法集成模

型的预测值较单纯BPNN精度更好，更能反应实际

负荷的变化特点，例如当负荷在中午 11：00时

到 16：00时呈现先逐渐降低、后变化平稳然后再降

低时，2种优化集成模型都能基本表现出类似的变化

趋势。这主要由于无论是PSO算法还是FOA算法

都具有较好的全局搜索力，而BPNN模型具有快速

局部搜索力，二者结合可避免后者易陷入局部极小

等缺陷，有利于提升模型预测精度。

2种优化集成模型相比，FOA-BPNN在大部分

时间似乎比PSO-BPNN预测表现更佳，只是在晚上

19：00时之后预测性能略差。由图 7也可看出，2种
优化集成模型的预测相对误差都比BPNN降低，预

测精度更高；而FOA-BPNN总体比PSO-BPNN模

型的预测误差更低，精度更高。

2. 5 各类模型的预测结果比较及分析

为了更准确地评价各类模型的预测性能，选取4
项指标对其进行评价比较，见表5、表6。由表可见，

4种模型预测的最小相关系数为0. 912，最大相对误

差为 7. 46%，这说明本文利用不同物理量对负荷相

关系数随时间的动态变化特征来定量选择模型输入

参数的方法效果较好。

利用优化算法集成 BPNN模型比单纯利用

BPNN模型可使预测误差有不同程度的降低，PSO-

BPNN预测负荷均方根误差为 37. 838kW，比单纯

BPNN的 43. 164kW降低 12. 34%，预测平均相对误

差 较 BPNN 的 7. 46% 降 低 到 5. 53%，降 低 了

25. 87%；而 FOA-BPNN预测负荷均方根误差为

30. 981kW，比单纯BPNN降低28. 22%，预测平均相

对误差为4. 47%，较BPNN降低了40. 08%，

这说明采用 2种优化集成模型都比单纯采用

BPNN模型的预测精度有提高。2种集成模型相比，

利用FOA算法优化BPNN的性能表现更好，预测平

均相对误差较低。

利用数据聚类预处理的Kmeans-BPNN预测负

荷的均方根误差仅为14. 769kW，平均相对误差仅为

2. 15%，不仅显著低于BPNN模型，也比优化算法集

成的PSO-BPNN及FOA-BPNN预测平均相对误差

分别低61. 12%和51. 90%。

由此可见，在相同的样本集下，通过对模型输入

参数的定量分析，在考察实际负荷变化特点的基础

上，采用对数据集进行聚类后BPNN模型的预测效

果比采用优化算法不断优化更新BPNN模型结构的

预测精度更好，效果更佳。

3 结论

为更准确地预测地铁车站空调负荷以降低系统

运行能耗，建立了 PSO-BPNN和 FOA-BPNN 2种
优化算法集成神经网络模型及Kmeans聚类神经网

络模型，利用广州某地铁车站空调系统实际运行数

据对模型进行训练和预测，并将结果与单纯BPNN
模型进行比较分析，主要结论如下：

（1）通过定量分析发现，同一物理量对负荷所产

生的影响程度随时间呈现某种动态变化特征。比如

表5 各类模型负荷预测评价指标

Tab. 5 Evaluation indicators of load prediction for
each model

模型

BPNN
PSO-BPNN
FOA-BPNN
Kmeans-BPNN

R
0. 912
0. 935
0. 938
0. 920

EMAE/kW
41. 484
30. 756
24. 751
12. 025

ERMSE/kW
43. 164
37. 838
30. 981
14. 769

EMAPE/%
7. 46
5. 53
4. 47
2. 15

图7 PSO-BPNN、FOA-BPNN及BPNN模型预测的相对

误差

Fig. 7 Relative errors of cooling load prediction for
PSO-BPNN, FOA-BPNN, and BPNN model

表6 各类负荷预测模型评价指标对比

Tab. 6 Comparison of evaluation indicators of different load prediction models

基准模型

BPNN
BPNN
BPNN

PSO-BPNN
FOA-BPNN

比较模型

PSO-BPNN
FOA-BPNN
Kmeans-BPNN
Kmeans-BPNN
Kmeans-BPNN

ΔR/%
2. 52
2. 85
0. 88
-1. 60
-1. 92

ΔEMAE/%
-25. 86
-40. 34
-71. 01
-60. 90
-51. 42

ΔERMSE/%
-12. 34
-28. 22
-65. 78
-60. 97
-52. 33

ΔEMAPE/%
-25. 87
-40. 08
-71. 18
-61. 12
-51. 90
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前1h、前2h以及前一天当前时刻的历史负荷就比其

他时刻对当前负荷的影响程度更大；而前一天当前

时刻的室外相对湿度也比前1小时或前几小时对负

荷的影响程度更大。因此若能根据历史数据定量分

析主要物理量对负荷影响程度随时间的动态变化特

征，则对精准筛选模型输入参数、提高模型预测精度

大有裨益。

（2）采用 2种优化算法集成BPNN模型进行负

荷预测，PSO-BPNN和FOA-BPNN模型的预测平

均相对误差较单纯 BPNN分别降低 25. 87%和

40. 08%；而 2种优化集成模型相比，FOA-BPNN的

模型预测平均相对误差较低，性能表现更好。这说

明在地铁车站空调负荷预测时，在同等情况下（比如

模型输入参数、训练集和测试集等相同）如果利用优

化算法集成BPNN往往能够获得精度更高的预测效

果，至于具体采用何种优化算法集成模型效果更好

则需要通过仿真试验决定。

（3）采用对数据集聚类后按类分别建立BPNN
模型进行负荷预测，Kmeans-BPNN模型的预测平均

相对误差仅为 2. 15%，不仅显著低于BPNN模型，

也比PSO-BPNN及FOA-BPNN模型的预测平均相

对误差分别降低 61. 12%和 51. 90%。这说明在同

等情况下，在区分实际负荷变化特点基础上，采用对

数据集进行聚类后BPNN模型的预测效果可以比采

用优化算法不断优化更新BPNN模型结构的预测精

度更好，效果更佳。
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