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摘要：提出了一种基于CAE_ViT网络模型和顺序层状耦合

信 息 框 架 （sequential hierarchical coupled information 
framework， SHCIF）的多粒度多缺陷图像分类识别方法，并

结合模糊综合评价（FCE）方法，以桥梁设施为例，对其表面

缺陷进行细致的分类及安全评价。首先，研究提出了SHCIF
及对应 3个层次粒度的识别模型，并构建和增强了对应不同

粒度的数据集。SHCIF框架和跨粒度分类决策旨在通过利

用桥梁组件和缺陷类型这两个粒度的信息和准确性，提升对

缺陷严重程度的识别。其次，使用迁移学习对CAE_ViT预

训练模型进行微调，以满足桥梁缺陷检测的具体需求，并通

过跨粒度分类决策进一步提升分类的准确性。最后，基于层

次分析法与熵权法（AHP⁃EWM）的权重体系，通过模糊综合

评价，综合考虑桥梁部位、桥梁组件、缺陷类型及其严重程

度，实现了基于表观健康状态对桥梁安全状态等级的定量评

价。实验结果显示，在 3个层次粒度的识别模型中的宏平均

F1⁃Score分数分别达到 94.1%、81.6%和 75.3%，而跨粒度分

类决策的准确率为 82%。最终通过一个桥梁的安全评价案

例证明了方法的有效性、系统性和可拓展性。
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Abstract： A multi-granularity defect recognition and 
safety assessment method is proposed for facility 
surfaces， using bridges as a representative example. The 
approach integrates a CAE_ViT network model with a 
sequential hierarchical coupled information framework 
（SHCIF） and a fuzzy comprehensive evaluation （FCE） 
system. First， the SHCIF and three corresponding 
granularity-specific recognition models are established， 
with datasets constructed and augmented for each 
granularity level. The SHCIF and cross-granularity 
classification strategy are designed to enhance defect 
severity recognition accuracy by leveraging information 
from both bridge component and defect type granularities. 
Second， transfer learning is applied to fine-tune the 
CAE_ViT pre-trained model for bridge defect detection， 
with classification performance further improved through 
cross-granularity decision-making. Finally， an analytic 
hierarchy process-entropy weight method （AHP-EWM） 
weighting system is incorporated into the FCE to achieve 
quantitative safety assessment of bridges based on 
apparent surface conditions， considering bridge 
locations， components， defect types， and severity levels. 
Experimental results show macro-average F1-scores of 
94.1%， 81.6%， and 75.3% for the three granularity levels， 
respectively， with cross-granularity classification 
reaching 82% accuracy. A case study on bridge safety 
evaluation demonstrates the effectiveness， 
systematicness， and extensibility of the method.
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在当前基础设施智慧化运维背景下，交通、土

木、能源等领域的重要设施正面临着海量表面缺陷

检测与系统性安全评价的共性挑战。传统人工巡检

方法存在主观性强、效率低下、风险高且难以形成数

字化档案等瓶颈，而现有深度学习检测方法多集中

于单一缺陷识别，缺乏融合“精细识别‒量化评估‒安
全评价”的理论方法。本文以桥梁这一典型复杂基

础设施为研究对象，开展系统性方法构建与验证。

桥梁管养需求在全寿命周期中具有高度代表性，尤

其伴随我国特大跨径桥梁规模扩大与公众出行需求

提升，其结构健康监测（SHM）的重要性日益凸显［1］。

在通常的结构健康监测实践工作中，桥梁的目视检

查主要基于工程师的直觉和专业知识，存在着主观

判断有误差、繁琐耗时低效、人工成本高昂的问题。

在检查过程中，检查者需要搭设脚手架且自身存在

坠落等风险［2］。同时，具备丰富经验的检测人员日

益稀缺，这也说明SHM迫切需要数字化缺陷识别技

术的介入。随着深度学习在设施和系统结构进行结

构健康检测领域的快速发展，面向桥梁缺陷的安全

评价任务进行细粒度视觉分类（FGVC）或者超细粒

度视觉分类（Ultra-FGVC）成为一种解决方案，可为

桥梁表面损伤快速检测提供技术支撑［3］。CAE_ViT
是一种基于上下文自动编码器（context autoencoder，
CAE）的自监督学习算法［4］，适用于细粒度和超细粒

度的图像分类任务。其设计目的是通过重构输入图

像的上下文信息来学习高质量的视觉表示，更好地

捕捉图像中的局部和全局特征。ViT模型不需要像

卷积神经网络那样固定感受野（Receptive Field）大

小，它可以自适应地关注不同区域特征，使得在处理

不同类型和尺度的缺陷时更为灵活。

如今，爬壁机器人和巡检无人机常被应用于桥

梁病害或缺陷的检测［5］，通过所拍摄的图像或者传

感器信息进行后续的处理和安全风险评价［6］。目

前，基于视觉或传感器信息，相关研究已经可以实现

结构损伤识别［7］、缺陷损伤评估［8］、结构状态及可靠

性评估［9］及结构寿命预测［10］。尽管缺陷识别在算法

层面上取得了诸多的进步，但是存在着如下问题：①
现有研究集中于单一的缺陷识别。涉及多种缺陷识

别时，精度和效率都会下降。②研究集中于混凝土

或者钢材等建筑材料的表面缺陷的分类识别。而实

际上桥梁作为大型交通设施系统，其缺陷具有更复

杂的风险影响，在识别缺陷后应进一步进行安全评

价。③缺陷所在部件信息往往被忽视。即使是同一

种缺陷，在不同部件位置，也会对桥梁整体可靠性有

着不同的影响［11］。④现有缺陷分类识别模型对缺陷

的不同严重程度及位置考虑的不够充分［8］，未能将

识别结果有效融入系统性安全评价。涉及到桥梁的

缺陷病害时，桥梁风险的定义则更加聚焦于这些缺

陷导致桥梁结构功能失效，从而可能造成的安全事

故问题［12］。基于桥梁表面健康状态的安全风险评

价，目前主要集中于赋权法和评价法的研究，如模糊

层次分析法［13］、可拓评价模型［14］及熵权物元模型［15］

等。这些研究虽在一定程度上推进了安全状态的量

化评价，但仍缺乏与前端自动识别模型的联系。

综上所述，即使目前各类巡检机器人或无人机

高速发展，但对于安全评价这一任务，缺乏系统性且

可拓展的缺陷识别框架方法。本文研究提出了一种

面向安全评价的设施表面缺陷自动分类方法，旨在

通过深度学习技术实现对结构健康监测的自动化和

精确化。以一个创新的多层次、多粒度的识别框架

为核心，通过CAE_ViT网络模型对组件、缺陷类型

及其严重程度进行分类。最终，使用模糊综合评价

（FCE），实现基于表面健康状态对整体设施的安全

状态等级进行评价。

1 顺序层状耦合信息框架设计 

在桥梁缺陷识别分类的研究领域中，大多数研

究集中于桥梁组件和某种单一缺陷类型的识别，这

些研究往往忽略了多种缺陷类型和缺陷严重程度的

识别。为解决这一难题，作者提出了顺序层状耦合

信息框架（sequential hierarchical coupled information 
framework， SHCIF）。这一框架的设计理念是在传

统的扁平状框架和顺序层状框架的基础上进行扩展

和改进，不仅保留了顺序层状框架的分阶段处理思

想，还通过耦合不同层次的信息来增强模型的分类

能力。这里的耦合指的是在“桥梁组件”“桥梁组件‒
缺陷类型”和“缺陷类型‒严重程度”3个识别模型之

间存在信息的重叠和交互。通过设计不同层次之间

的耦合信息，模型能够在分类过程中利用上下文信

息，增强对细微差别的识别能力。同时，框架也对应

后文层次分析法的层次结构，如图1所示。
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为实现桥梁表面缺陷的精确识别与分级评估，

构建了 3个粒度层级递进的识别模型，分别对应组

件识别、缺陷类型分类及严重程度评估。尽管模型

间存在内在关联，但为清晰评估各模型性能并支持

后续跨粒度决策策略，研究采用先独立训练再信息

融合的路径。①Model 1 “桥梁组件”粒度识别模型：

该模型为整个框架的基础，其目的在于从图像中准

确识别出桥梁的主要组件，包括桥面、梁体、支座和

桥墩等关键结构部分。②Model 2 “桥梁组件‒缺陷

类型”粒度识别模型：其在Model 1的基础上进一步

细化，专注于识别桥梁组件上的具体缺陷类型。因

为不同组件上的同种缺陷也存在差异以及为了耦合

信息的学习，所以在Model 2中是将不同的“桥梁组

件‒缺陷类型”组合作为不同的类别进行学习。③
Model 3 “缺陷类型‒严重程度”粒度识别模型：在

Model 2成功识别出缺陷类型后，以“缺陷类型‒严重

程度”组合为类别，聚焦缺陷状态的量化分级，其训

练标签依据现行标准并结合工程经验进行调整

确定。

本文对 3 个粒度识别模型均使用 CAE_ViT_
base 这种较为轻量化的预训练模型进行迁移学

习［16］，利用其在大规模图像中提取的通用特征，显著

提升模型在小样本数据集上的收敛速度与识别效

率，同时降低训练成本。

2 数据集构建 

2. 1　数据来源　

本研究采用联合级图像作为主要数据源，该类

图像通过中远距离拍摄捕捉桥梁整体结构，能够清

晰呈现多种构件及其表面缺陷的关联形态，为桥梁

状态评估提供关键信息［17］。但是这类图像存在着多

种类型的结构元素相似或者在图片上叠加，以及图

像中还会有多种复杂的背景图像的问题。原始数据

来自于 MLBID 数据集［17］、CCSSSD 数据集［18］、

CODEBRIM 数据集［19］、COCO-Bridge 数据集［20］、

Kaggle 平台的 Pothole Image Data-Set 数据集［21］、

TBID 数据集［11］、SDNET2018 数据集［22］、MCDS 数

据 集［23］、BCIDS 数 据 集［24］、CBCDS 数 据 集［25］、

图1　顺序层状耦合信息框架及桥梁安全评价层次结构

      Fig. 1　Sequential hierarchical coupled information framework and hierarchy of bridge safety 
assessment
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dacl10k Dataset数据集［26］、CSSC数据集［27］、SMSSD
数据集［28］，通过网络抓取相关图片及作者手机拍摄

进行图像数据的制作。

2. 2　针对3个层级构建标签　

对初步选取的图像，通过人工识别并按照既定

类别进行标记，构建了基础数据集。所采用的原始

标签系统涵盖了前文所述的桥梁组件、缺陷类型及

严重程度3个层级的信息。

对于“桥梁组件”层级，主要针对桥梁的 4种主

要结构，分别为桥面铺装（标签：1deck）、梁体（标签：

2beam）、支座（标签：3bearing）、桥墩（标签：4pier），

即通过组件的不同进行区分即可。对于“缺陷类型”

层级，选取了桥梁的 4类主要缺陷，分别为坑槽（标

签：1chuckhole）、裂缝（标签：2crack）、腐蚀（标签：

3corrosion）、露筋（标签：4exposed_rebar），以及正常

情况（标签：5normal），即通过缺陷的不同或无缺陷

来进行区分。对于“严重程度”层级，缺陷被划分为3
个等级：轻微缺陷（标签：1good）、一般缺陷（标签：

2bad）和严重缺陷（标签：3awful）。
2. 3　针对3个粒度识别模型的数据集构建　

通过3个层级对数据集打标签，形成包含3个层

级的信息的“桥梁组件‒缺陷类型‒严重程度”的数据

集 Dataset 0，共计 996 张图片。典型图片如图 2
所示。

对数据集进行梳理合并，分别构建 3 个粒度识

别模型的数据集Dataset1、Dataset2及Dataset3。虽

然不需要不同焦距的 3张图片，但在同一张图像上

可能存在多次标签的标注，以确保不同粒度的信息

是对齐的。①“桥梁组件”粒度识别模型的数据集

Dataset1 在原始 Dataset0 基础上整合为 4 类组件图

像，保留 190 张测试集，剩余 806 张训练集通过

AutoContrast、Invert、Equalize、Color这4种针对颜色

与亮度特征的增强算子扩充至 4 030张，其中 1 209
张用于评估。②由于Dataset0组件存在部分的缺陷

重叠等情况，“桥梁组件‒缺陷类型”粒度识别模型的

数据集Dateset2重新整理得到 981张图片，取出 175
张作为测试集。剩余 806 张经过了 AutoContrast、

Equalize、Posterize、Color侧重形状与边缘特征的增

强方法，同步扩充至4 030张图片，其中1 209张用于

评估。③“缺陷类型‒严重程度” 粒度识别模型的数

据集Dataset3通过补充样本至训练集851张、测试集

225张。考虑到“缺陷类型‒严重程度”粒度识别模型

重点关注于缺陷的细微差别和空间位置，对新补充

得到的 851 张训练数据集图像的每一个样本进行

Rotate、FlipLR、TranslateX、TranslateY 增强处理

（step1），得到 4 255张图片。为了解决不平衡问题，

对 4 255 张图片数据集中的小样本类别 4exposed_
rebar1good、1chuckhole1good、4exposed rebar3awful、
1chuckhole2bad、4exposed rebar2bad、1chuckhole3
awful 进 行 Brightness、Sharpness、AutoContrast、

图2　数据集Dataset 0的典型图片

Fig. 2　Typical picture presentation of Dataset 0
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Equalize、Solarize_add 增强处理（step2），得到 7 180
张图片，其中1 945张用于评估。

除针对主要特征的数据增强以外，对一些次要

特征也进行一定程度的微调。因此，在模型实际训

练中，针对各任务特性实施二次增强：缺陷类型模型

补充ShearX/Y以强化空间关系建模，严重程度模型

则通过 Invert、Solarize、Posterize、Color 方法对缺陷

的颜色特征与亮度特征进行再次增强。

3 基于CAE-SHCIF的实验与安全评价

3. 1　CAE⁃SHCIF子模型的训练　

3. 1. 1　网络模型编译　

网络模型编译的效果主要取决于损失函数、优

化器和检测指标。损失函数采用交叉熵损失。优化

器选用Adam。在检测指标方面，由于在面对类别不

平衡的情况下，单独使用准确率可能不足以全面评

估模型的性能，因此进一步采用宏平均 F1-Score 与

宏平均召回率指标衡量模型性能。

3. 1. 2　超参数设置与训练　

CAE_ViT网络模型的设置见表1。
3. 1. 3　多粒度模型的性能结果　

本文引入SHCIF的核心目标是提高对“严重程

度”这一精细层次的识别精度，便于后续的桥梁安全

评价。为了验证耦合信息框架，利用较粗粒度图像

信息作为先验，从而提升“严重程度”这一超细粒度

图像分类准确性的优势，在研究中加入Model 4作为

对照实验。具体来说，基于Model 3使用的数据集进

行了重新整理，创建了一个新的数据集，该数据集仅

对缺陷的不同严重程度进行了标注，而忽略了组件

类型和缺陷类型的具体信息（即标签只包含 1good、
2bad、3awful 及 5normal）。采用 CAE_ViT 网络模

型，并沿用与Model 3相同的超参数设置进行训练。

所有模型的训练性能结果见表 2，其中 Model 3 和

Model 4（对照实验）的对比揭示了耦合信息框架在

提升分类性能方面的优势。

仅依赖总体分类准确性可能会掩盖模型在某些

类别上的性能不足。混淆矩阵可以帮助评估模型分

类准确性和错误模式。图 3为 3个Model的混淆矩

阵，用于总结分类器的性能。

根据图 3 混淆矩阵结果，可以得出：Model 1 在

识别各个桥梁组件方面表现出色，这归功于模型能

够有效捕捉和区分不同组件的特征。Model 2在识

别裂缝（标签：2crack）和露筋（标签：4exposed_rebar）
时存在误判现象，这主要是因为裂缝和露筋在特征

信息上具有较高的相似性。Model 3在识别轻微缺

陷（标签：1good）时准确率较高，但在区分一般缺陷

（标签：2bad）和严重缺陷（标签：3awful）时面临一定

的挑战，这是因为不同严重程度的缺陷在图像中的

特征差异不够明显。然而，模型整体上倾向于预测

更高的严重等级，这种保守的倾向为安全评价提供

了更多的裕度，在风险领域是常见且可取的防控设

计策略。

3. 2　基于顺序层状耦合信息框架的跨粒度分类决

策实验及结果分析　

结合分类层次决策［23］和跨粒度的思路［29］，通过

表1　CAE_ViT网络模型的设置

Tab. 1　Settings of CAE_ViT network

模型

Model 1

Model 2

Model 3

超参数

InputSize： 224，224； BatchSize： 16；
Epochs： 50； BaseLearningRate： 0. 000015625

InputSize： 224，224； BatchSize： 16；
Epochs： 50； BaseLearningRate： 0. 000015625

InputSize： 224，224； BatchSize： 16；
Epochs： 50； BaseLearningRate： 0. 000015625

再次增强

无

ShearX、ShearY

Invert、Solarize、Posterize、Color

表2 CAE_ViT网络模型的性能结果

Tab. 2　Performance of CAE_ViT network

模型

Model 1
Model 2
Model 3
Model4

（对照实验）

训练集

准确率/%
99. 8
99. 1
96. 9

87. 1

宏平均F1⁃Score/%
99. 8
99. 3
96. 7

85. 2

宏平均召回率/%
99. 8
99. 1
96. 6

85. 1

测试集

准确率/%
93. 5
86. 3
75. 6

53. 7

宏平均F1⁃Score/%
94. 1
81. 6
75. 3

53. 0

宏平均召回率/%
93. 7
80. 5
73. 6

49. 1

1891



同 济 大 学 学 报（自 然 科 学 版） 第 53 卷

跨粒度分类决策策略实现多层级模型的信息融合。

该框架建立上下文关联机制，使高层次分类结果（如

桥梁组件）优先引导低层次决策（如缺陷类型与严重

程度）。例如，桥梁组件的分类结果会影响缺陷类型

的分类（因为 Model 2 中的类标签是包含组件信息

的），而缺陷类型的分类结果又会影响缺陷严重程度

的分类（因为 Model 3 中的类标签是包含缺陷信息

的）。此外，若低层次模型对次高标签呈现高置信度

而高层次对应标签置信度较低，则启动反向校验机

制，但该机制优先级低于正向传递。同时，对于神经

网络来说，设置超参数对于学习结果至关重要。网

格搜索方法是搜索空间中的穷举方法，不适合大型

超参数搜索。随机搜索比网络搜索更快，但超参数

的组合可能会导致更差的结果。故本研究通过效率

高、使用不同维度问题和规模以及序贯框架下的贝

叶斯优化方法对超参数进行调整［30］。故最终的分类

结果结合了各个阶段的信息，提升最终分类结果的

正确率和可靠性，如图4所示。

为了测试跨粒度分类决策的效果，并且说明所

选基于CAE_ViT的3个粒度的识别模型的鲁棒性，

从 另 一 套 数 据 集 three-level bridge surface 
information dataset［11］筛选出本研究涉及到的桥梁组

件、缺陷或无缺陷、严重程度不同的图像样本50张。

只有在 3个粒度分类决策后，最终输出分类正确识

别的图像才被认为是正确的（图 5）。根据实验得到

准确率（accuracy）为82%。对于分类错误，大多源自

于第 2、3 个粒度模型（Model 2 和 Model 3）的错误。

尽管制定了规则和标准对数据集进行打标签分类，

但是由于人工分类存在一定的偏差，以及在判断不

同严重程度的缺陷时存在一定的工程主观性［16］，最

终影响分类效果。当然，精确定位和量化损伤（例

如，裂纹路径和密度）本身就具有较高的挑战性，这

可以归因于训练数据集的潜在复杂性、其有限的大

小以及由于源域（ImageNet 数据集）和目标域（拟议

的具体损伤数据集）之间的差异而导致的预训练网

络的学习能力有限［31］。

3. 3　基于层次分析法‒熵权法‒模糊综合评价的桥

梁安全评价　

3. 3. 1　通过AHP⁃EWM的权重构建　

根据《公路桥梁技术状况评定标准》（JTG/T 
H21―2011）等规范，得出桥梁桥面系、上部结构、下

部结构的权重分配 WA =( 0. 2，0. 4，0. 4 )。由于部

位和组件是强绑定的关系，故由图像分类器得到组

件层即可推知桥梁的部位，不需重复构建部位的分

类模型。这也是层状框架的优势，在部件识别上可

不再浪费资源［11］。

组件层权重和缺陷层权重构建是通过主客观相

结合的赋权策略，运用层次分析法（AHP）与熵权法

（EWM）得到的［32］。首先，邀请专家对桥梁表面缺陷

的评价指标进行重要性打分（本次调查共向20名技

术专家发放调查表并回收），形成初始打分矩阵。随

后对数据进行标准化处理以消除量纲差异，区分正

向与负向指标，并分别调整数据分布范围。其次，通

过熵权法量化各指标的信息离散程度：计算指标熵

值以反映其信息不确定性，再根据熵值得出差异系

数，最终生成客观权重。同时，结合专家主观赋权结

果，对主客观权重进行融合优化。从而构建兼顾经

验与统计特性的综合权重体系，为安全评价提供量

化依据。

最终整理计算得出各个桥梁部位下组件的权重

向 量 分 别 为 桥 面 系（包 含 C1 桥 面 铺 装）

WB1 =(1. 00 )；上部结构（包含 C2 梁体及 C3 支座）

WB2 =( 0. 75，0. 25 ) 以及下部结构（包含 C4 桥墩）

WB3 =(1. 00 )。各个桥梁组件下缺陷的权重向量分

图3　3种模型中CAE_ViT网络模型的混淆矩阵

Fig. 3　Confusion matrix of CAE_ViT network in the three models
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别为桥面铺装（包含D1桥面铺装坑槽、D2桥面铺装

裂缝）WC1 =( 0. 32，0. 68 )；梁体（包含D3梁体裂缝、

D4梁体腐蚀）WC2 =( 0. 72，0. 28 )；支座（包含D5支

座裂缝、D6支座腐蚀）WC3 =( 0. 76，0. 24 )以及桥墩

图4　基于CAE的跨粒度分类决策框架图

Fig. 4　Diagram of CAE--based decision--making framework for cross--granularity classification

图5　基于顺序层状耦合信息框架的跨粒度分类决策过程

Fig. 5　Decision--making process for cross--granularity classification based on SHCIF
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（包含 D7 桥墩裂缝、D8 桥墩腐蚀、D9 桥墩露筋）

WC4 =( 0. 58，0. 11， 0. 31 )。
3. 3. 2　基于FCE的评价体系构建　

（1）单指标评价：针对本文构建的不同指标，建

立其隶属函数或者对专家投票结果进行整理（某类

别的投票数除以整体票数），进而对最底层指标进行

评价。根据桥梁图片进行跨粒度分类，每张图片类

比于一位专家（“分类器专家”），基于一定的视角对

桥梁的不同部位处的部件缺陷进行严重程度的评

判。通过各类别的数量（“分类器专家”的投票）来确

定隶属度。通过这种方式，可以构建出隶属度矩

阵为

R=

é

ë

ê

ê

ê

ê
êê
ê
ê

ê

ê ù

û

ú

ú

ú
úú
ú

ú

úr11    r12…r1n

r21    r22…r2n

⋮    ⋮   ⋮
rm1    rm2…rmn

（1）

以 C1 桥面铺装组件下的 D1 桥面铺装坑槽和

D2桥面铺装裂缝为例，对整个桥梁的图片进行跨粒

度分类决策后，分别得到子类别的数量ND1和ND2以

及不同严重程度的图片的个数，并满足：

ND1 = ∑ND1n ，n = 1， 2， 3， 4 （2）

ND2 = ∑ND2n ，n = 1， 2， 3， 4 （3）

使用模糊统计法，通过不同严重程度的图片与

组件子类别的总数相比，得到对应的隶属度，并构成

隶属度矩阵。具体如图6所示。

针对同层级的指标构建的隶属度矩阵，再将本

层各个指标的权重与隶属度矩阵进行模糊计算，通

过每层计算得到指标相对应的模糊向量［13］。

B=W1 × m ∘Rm × n =( w1 w2 … wm )

é

ë

ê

ê

ê

ê
êê
ê
ê

ê
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û
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ú
úú
ú

ú

úr11    r12…r1n

r21    r22…r2n

⋮    ⋮   ⋮
rm1    rm2…rmn

=

 ( b1 b2 ⋯ bn ) （4）

式中：“∘”为模糊合成算子，这里选择乘法‒有界算子

M (⋅，⊕ )，能够较好地反映出评价的真实情况，与矩

阵点乘结果一致。

（2）多指标评价：将评价向量B构成隶属度矩阵

与上文所得的各层权重进行模糊矩阵运算，得到最

终的评价结果向量。参照技术状况标准中对桥梁进

行四级安全性的评分划定，形成评价集为 V =

( v1，v2，v3，v4 )。其中，（95，100］分为安全性一级，

（85，95］分为安全性二级，（55，85］分为安全性三级，

评分（0~55］分为安全性四级。为了简化计算，取每

个评分范围的中点作为代表值，即：安全性一级桥梁

代表评分 97. 5 分、安全性二级桥梁代表评分 90. 0
分、安全性三级桥梁代表评分70. 0分以及安全性四

级桥梁代表评分27. 5分。由最终的评价结果向量，

根据加权平均原则，确定桥梁安全状态等级。

3. 3. 3　实例分析　

以上海某大桥的主桥段为例，根据该桥梁的检

测报告及图像数据集，进行实例分析。收集到的图

像数据集来自手机拍摄或者巡检智能体拍摄。整理

得到本文涉及到的 4种主要组件的图片，通过分类

器得到不同图片的缺陷和严重程度，并通过 3. 3. 2
节提及的模糊统计法，基于不同类别图片的数量进

图6　分类器专家投票转化得到隶属度矩阵

Fig. 6　Transformation of classifier expert voting to get affiliation matrix
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行缺陷层的隶属度矩阵向量构建。

（1）缺陷层：基于缺陷的隶属度矩阵向量，构建

桥梁组件下缺陷的模糊关系矩阵，结合各个桥梁组

件下缺陷的权重分配，计算得到各缺陷的模糊综合

评价向量，结果如表3所示。

（2）组件层：根据表 3 建立组件层模糊关系矩

阵，结合各个桥梁部位下组件的权重分配，计算得到

各组件的模糊综合评价向量，结果如表4所示。

（3）部位层：根据表 4 建立部位层模糊关系矩

阵，结合桥面系、上部结构、下部结构的权重分配，计

算得到桥梁最终的模糊综合评价向量，结果如表 5
所示。

根据加权平均原则计算最终评价分数：

S = 0.59 × 97.5 + 0.25 × 90.0 + 0.14 × 70.0 +
0.02 × 27.5 = 90.38 （5）

根据这个计算结果，由于 90. 38 分位于 85~95
分的范围内，根据给出的评分标准，这个桥梁的安全

等级应该被划分为安全性二级桥梁。这与原检测报

告给出的检测结果一致。

表4　组件层权重、隶属度及部位模糊综合评价向量

Tab. 4　Weights of component layer, affiliation, and vector operations of fuzzy comprehensive evaluation for 
parts

组件

C1桥面铺装
模糊综合评价向量运算

C2梁体
C3支座

模糊综合评价向量运算
C4桥墩

模糊综合评价向量运算

组件权重

1. 00

0. 75
0. 25

1. 00

隶属度

正常1
0. 47
0. 47
0. 56
0. 64
0. 58
0. 67
0. 67

轻微2
0. 28
0. 28
0. 29
0. 25
0. 28
0. 20
0. 20

一般3
0. 21
0. 21
0. 13
0. 10
0. 12
0. 12
0. 12

严重4
0. 04
0. 04
0. 01
0. 02
0. 02
0. 01
0. 01

表5　部位层权重、隶属度及桥梁最终模糊综合评价向量

    Tab. 5　Weights of part layer, affiliation, and vector operations of fuzzy comprehensive evaluation for the 
whole bridge

部位

B1桥面系
B2上部结构
B3下部结构

模糊综合评价向量运算

部位权重

0. 20
0. 40
0. 40

隶属度

正常1
0. 47
0. 58
0. 67
0. 59

轻微2
0. 28
0. 28
0. 20
0. 25

一般3
0. 21
0. 12
0. 12
0. 14

严重4
0. 04
0. 02
0. 01
0. 02

表3　缺陷层权重、隶属度及组件模糊综合评价向量

Tab. 3　Weights of defect layer, affiliation and vector operations of fuzzy comprehensive evaluation for com⁃
ponents

缺陷

D1桥面铺装坑槽
D2桥面铺装裂缝

模糊综合评价向量
D3梁体裂缝
D4梁体腐蚀

模糊综合评价向量
D5支座裂缝
D6支座腐蚀

模糊综合评价向量
D7桥墩裂缝
D8桥墩腐蚀
D9桥墩露筋

模糊综合评价向量

缺陷权重

0. 32
0. 68

0. 72
0. 28

0. 76
0. 24

0. 58
0. 11
0. 31

隶属度

正常1
0. 63
0. 39
0. 47
0. 55
0. 61
0. 56
0. 64
0. 62
0. 64
0. 69
0. 69
0. 63
0. 67

轻微2
0. 26
0. 29
0. 28
0. 29
0. 29
0. 29
0. 26
0. 23
0. 25
0. 14
0. 21
0. 29
0. 20

一般3
0. 07
0. 27
0. 21
0. 15
0. 09
0. 13
0. 08
0. 13
0. 10
0. 16
0. 09
0. 06
0. 12

严重4
0. 05
0. 04
0. 04
0. 02
0. 01
0. 01
0. 02
0. 02
0. 02
0. 01
0. 02
0. 01
0. 01
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4 结论 

研究以桥梁为典型对象，针对基础设施表面缺

陷的多粒度识别与安全评价需求，提出了一种基于

CAE_ViT算法和顺序层状耦合信息框架的通用自

动化方法。结合模糊综合评价，构建了一套基于表

观图像数据的设施缺陷识别与安全状态评估体系，

并进行了验证。该方法通过多粒度图像分析实现了

设施健康状态的层次化评估，为基础设施智慧运维

提供了可扩展的技术路径。主要结论如下：

（1）通过引入 SHCIF 框架，将缺陷严重程度这

一关键粒度纳入分类器中。同时通过跨粒度分类决

策，利用前两个粒度分类器的信息和准确性提升对

缺陷严重程度这一粒度的识别准确率。

（2）所提方法在桥梁场景的 3 个粒度识别模型

中的宏平均 F1-Score 分别达到 94. 1%、81. 6% 和

75. 3%，跨粒度分类决策的准确率最终达到 82%。

这些结果证明了所提方法的有效性和优越性。

（3）基于层次分析法与熵权法的权重体系，通过

模糊综合评价实现了通过桥梁表观健康状态对桥梁

的安全状态等级进行定量评价。通过“分类器专家

投票”机制构建隶属度矩阵，实现了设施安全状态的

量化评价。实例分析结果与检测报告一致，表明该

方法具备良好的工程适用性。

尽管研究取得了一定成果，但仍存在一些局限

性。例如，数据集中的人工标注可能存在偏差，且对

于不同严重程度缺陷的判断可能具有工程主观性。

此外，预训练网络的学习能力可能受到源域和目标

域差异的限制。未来的研究可从以下几个方面进一

步优化：一是扩充数据集，覆盖更多设施类型、组件

与缺陷场景，提升数据多样性与标注一致性；二是考

虑将安全评价模型直接嵌入深度学习网络中，实现

识别‒评价端到端一体化建模及管理平台集成［33］；三

是探索更加先进的迁移学习技术［34］，进一步提升模

型识别能力。
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