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基于动态客流量模型的地铁车站空调负荷预测
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摘要：为了准确预测地铁车站的空调负荷，首先通过地铁车

站能耗监测平台的历史数据分析，识别得到客流量和室外气

象参数是主要影响因素。其次利用车站CO2体积浓度逐时

监测数据建立客流量神经网络预测模型，并与闸机数据对

比，预测模型的复相关系数R2可达0.87。以客流量预测为基

础，建立了车站空调负荷预测模型，并比较了不同时间尺度

训练数据下误差反向传播神经网络算法和支持向量机算法

的预测效果，两种算法的R2达到了 0.95以上，均方根误差在

70~90 kW之间，预测精度较高，但支持向量机算法的运算时

间是误差反向传播神经网络算法的3~4倍左右，推荐数据量

较大时优先选择神经网络算法。
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Cooling Load Prediction for Metro
Station Based on Dynamic Passenger
Flow Model
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Abstract：In order to accurately predict the cooling load
of metro stations，firstly，by analyzing the historical data
from the metro station monitoring platform， the
passenger flow and meteorological parameters are
identified as the main influential factors. Then，a dynamic
passenger flow neural network prediction model is
established， by utilizing the hourly monitored carbon

dioxide volume concentration data in the metro station，A

comparion of the carbon dioxide data with the automatic
fare collection data indicates that the correlation

coefficient R2 of the prediction model can reach 0.87. After
that，based on passenger flow prediction，the cooling
load predicting model of the metro station is built. A
comparsion of the predicting performance of back
propagation neural network and support vector machine
algorithm under different time scale training data suggests
that the R2 of both models can reached 0.95 or higher，and
the root mean square error is between 70 kW and 90 kW，

which is of a high prediction accuracy. However，the
calculation time of the support vector machine algorithm
is about 3 to 4 times that of the back propagation neural
network algorithm. The neural network model is
recommended when the amount of data is large.

Key words： metro station； passenger flow； neural
network； support vector machine； cooling load
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地下轨道交通车站作为一种典型的公共建筑，

单位建筑面积能耗是常规公共建筑的 2~4倍［1］，其

中地铁车站通风空调系统能耗占整个地铁车站总能

耗的比重约为30 %~50 %［2-4］，节能潜力巨大。对地

铁车站空调负荷的准确预测是实现空调系统优化控

制和节能运行的前提。

机器学习算法逐渐应用于建筑空调负荷预测，

主要包括人工神经网络（artificial neural network，
ANN）和 支 持 向 量 机（support vector machine，
SVM）等方法。Wang等［5］使用神经网络结合部分物

理规则对建筑冷负荷进行了动态预测，显著提高了

预测精度。近年来，SVM算法的预测方法得到了广

泛应用。Chen等［6］将SVM算法应用于空调逐时负

荷预测，并分别应用遗传算法、蚁群算法及粒子群算
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法对SVM的参数进行优化，预测结果表明这三种空

调负荷预测模型的预测精度较高。Li等［7］比较了

SVM和三种不同的ANN算法用于预测建筑逐时负

荷的效果，发现SVM和广义回归神经网络算法预测

精度更高。这些研究主要应用于人流量较为稳定的

建筑，对于地铁车站，空调负荷受客流量影响更为明

显，樊佳慧［8］采用结构模型解析方法对地铁车站环

控负荷及其影响因素进行定性分析，发现主要影响

因素为客流、室外气象参数和列车行车对数。李婷

婷等［9］建立了基于BP（反向传播）神经网络的地铁站

厅空调负荷预测模型，选取室外空气温度、室外空气

相对湿度、人员数量、太阳辐射作为神经网络输入参

数，利用TRNSYS软件对站厅空调负荷相关数据进

行仿真，利用仿真数据对神经网络进行训练和测试，

以期提高预测精度，但人员数量来源于调研，无法适

应客流量的未来变化。付亮［10］利用遗传算法和粒子

群算法优化误差反向传播神经网络（error back
propagation neural network，BPNN）的权值和阈值，

建立地铁车站空调负荷预测模型，但是在预测过程

中，数据量较少且未考虑非工作日客流量不同的

影响。

动态客流量参数精确计算也是预测的难点。地

铁车站客流量的相关研究主要集中在两个方面。一

种是通过经验公式估算确定，如梁园［11］根据客流在

换乘车站进行换乘的方式不同，提出了 4种不同的

换乘车站公共区空调人员计算公式，根据时间段内

上下车客流和乘客停留时间就可进行估算。这种方

法只适用于设计阶段，且乘客停留时间根据经验确

定，预测精度较低。第二种方法是利用自动售检票

系统（automatic fare collection，AFC）数据进行推

算，樊佳慧［8］提出了基于AFC数据与概率分布的乘

客在站停留时间估计方法，从而实现对客流参数的

精准计算。这种方法需要详细且数量庞大的AFC
数据以及构建复杂的基于列车时刻表的时空拓展网

络，工程实际应用较为困难。

考虑到大部分地铁车站内都对CO2体积浓度进

行了多点监测，可能能够间接反映客流量的变化。

本文选择广州某换乘车站为研究对象，首先通过相

关性分析确定地铁车站空调负荷的关键影响因素，

之后结合车站CO2浓度逐时监测数据和部分实测客

流数据建立了动态客流量预测模型，以此为基础构

建地铁车站空调负荷预测模型，并比较神经网络和

支持向量机算法的负荷预测效果。

1 数据来源及处理

1. 1 数据来源

本文数据来源于广州某地铁车站能耗监测平

台，车站为“T”型换乘车站，设计早高峰客流量为40
213人·h−1，晚高峰客流量为 47 623人·h−1。车站有

一层站厅和两层站台共3层，中部为公共区，两端为

设备区，设计有4个进出口，集中在站厅层中部。该

车站对空调系统运行数据进行了监测和存储，已积

累了三年的历史运行数据。数据有如下特点：

（1）数据量大：监测平台的最小数据采样间隔 1
min，可提取完整的供冷周期的运行数据。

（2）缺少关键参数：本研究需提取的参数主要包

括负荷、室外干球温度、室外湿球温度、客流量和列

车行车对数，但是其中客流量和列车行车对数无法

直接从监测平台获取，列车行车对数可从列车运行

图得到，客流量具有时变性，也不易直接获取，可考

虑用监测平台多个测点CO2体积浓度数据进行拟合

替代。

（3）数据缺失：从数据平台提取不同变量、不同

时间段数据会有不同的缺失情况，需要在预处理阶

段进行相应的填充。

（4）数据异常：由于制冷机组、传感器等设备在

运行过程中存在着性能失常、数据传输异常等情况，

由此带来数据异常，难以直接识别。

地铁车站负荷预测需要从监测平台提取带有时

间标签的室外干球温度、室外湿球温度以及多个测

点的二氧化碳数据。本文的空调负荷预测主要是用

于指导地铁车站空调系统的节能优化运行，需要的

是逐时空调负荷预测值，属于短期空调负荷预测任

务，因此需要收集的是近期半个月到几个月的历史

数据，数据采样间隔为1 h。
1. 2 数据预处理

1. 2. 1 缺失值填充

缺失值填充的方法主要有统计学方法和基于机

器学习算法的方法。考虑到充分利用数据中的其他

可用属性（部分属性值缺失），可以用机器学习算法

来进行数据填充。常用的数据缺失值填充算法有 k
近邻（k-nearest neighbor，kNN）算法。kNN 算法是

基于某种距离度量，在训练集样本中找到与各个测

试集样本距离最近的 k个样本，并基于对应的 k个样

本信息对测试集样本的标签或者属性值进行预测。

1. 2. 2 异常数据处理

监测平台提取的数据有两种异常情况，一种是
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数据记录中单个数据属性会出现突变等情况，在时

间序列上产生极端变化，这种异常肉眼可见，属于

“显性异常”；另一种数据异常比较隐蔽，数据记录中

每个数据属性在正常波动范围内，但是组成的数据

点不符合客观规律，如客流量较大时，负荷反而较

低，这种数据明显属于异常数据，需将各属性关联起

来进行分析才能发现，属于“隐性异常”。其中“显性

异常”数据识别起来较为简单，一般通过设定数据正

常波动范围或者基于前后时刻数据差值进行判断即

可解决。对于“隐性异常”数据的识别一般采用基于

聚类的识别方法。k-means聚类，通过最小化簇内各

样本与样本中心的平方误差来得到最优的划分结

果，可用于判断“隐性异常”。

通过 k-means聚类算法将样本集划分为 k个样

本簇之后，假设当某一个簇样本集很小时，视该簇数

据样本为异常数据；此外在较大的样本簇中，假设正

常数据样本距离簇中心较近，认为距离簇中心较远

的数据样本为异常数据。

1. 2. 3 客流量参数计算

采用梁园［11］提出的换乘车站客流量计算方法，

根据乘客在站厅、站台和换乘平台停留时间和车站

客流情况，计算得出站厅、站台和换乘区的客流量参

数。主要用于客流量预测验证，具体计算公式如下：

G1=
P in
60 ⋅ τ1+

Pout
60 ⋅ τ2 （1）

G2=
P in+HXtr+HYtr

60 ⋅ τ3+
Pout+HXtr+HYtr

60 ⋅ τ4
（2）

G3=
HXtr+HYtr

60 ⋅ τ5 （3）

G total=G1+G2+G3 （4）

式（1）—（4）中：G1，G2，G3和G total分别代表单位时间

内站厅、站台、换乘平台和整个车站的有效客流量

（考虑乘客停留时间），人·h−1；P in，Pout代表单位时间

内进站人数、出站人数，人·h−1；τ1，τ2，τ3，τ4，τ5分别代

表进站和出站乘客站厅停留时间、上车和下车乘客

站台停留时间以及换乘客流换乘平台停留时间，

min；HXtr，HYtr分别代表X号线和Y号线单位时间内

换乘客流量，人·h−1。

2 地铁车站空调负荷预测模型

以上述地铁车站能耗监测平台的历史数据作为

数据来源，采样时间为 2019年 4月 1日至 2019年 8
月 31日，采样间隔为 1 h，经数据预处理后用于空调

负荷预测。

2. 1 地铁车站空调负荷影响因素分析

2. 1. 1 灰色关联度分析

灰色关联度分析是相关性分析方法的一种，通

过比较因素变化曲线的几何形状相似程度，可判断

不同因素之间的关联性。下面采用灰色关联度方法

对车站空调负荷影响因素进行分析。

从地铁车站能耗监测平台提取2019年8月份逐

时室外干球温度Td、室外湿球温度Tw以及对应时刻

的负荷值Q，此外根据列车运行时刻表计算出不同

时间段的列车行车对数Pa。由于监测平台缺少客流

数据，而AFC数据中仅有进出站客流信息，对于换

乘客流以及乘客停留时间等数据需进行现场实测得

到。因此通过实测结合AFC数据得到地铁车站

2019年 8月份的进出站人数、换乘客流以及停留时

间等信息，采用1. 2. 3节客流量参数计算方法，计算

得到 8月份逐时客流量参数G，Q、Td、Tw、Pa和G构

成数据矩阵，其中Q为比较数据列，Td、Tw、Pa和G为

参考数据列。对各指标进行量纲一处理，如式（5）
所示。

x'= x-xmin
xmax-xmin （5）

式中：xmax和xmin分别为每个数据列中的最大值和最

小值。

根据量纲一化后的比较数据列和参考数据列，

按照式（6）计算对应关联系数 ε。
εi ( k )=

min || x0 ( )k -xi( )k + ρmax || x0 ( )k -xi( )k
|| x0 ( )k -xi( )k + ρmax || x0 ( )k -xi( )k

（6）

式中：x0 (k )和 xi(k )分别为比较数据列和参考数据

列的第k个元素；ρ为分辨系数。

最后对关联系数求均值得到关联度。计算结果

如表1所示。

灰色关联度的计算结果表明，客流量参数的关

联度最大，室外干湿球温度次之，列车行车对数的关

联度最小。说明客流的动态变化是地铁车站空调负

荷具有时变性的主要影响因素，客流量的准确预测

是车站空调负荷准确预测的基础。

2. 1. 2 确定输入变量

从 2. 1. 1节分析中，确定地铁车站空调负荷预

测的输入参数有：客流量、室外干球温度、室外湿球

温度、是否为工作日（1/0）。考虑到客流量在一天内

随着时间变化较为规律，故可以将预测时刻也纳入
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输入变量。采用灰色关联度分析方法，对预测时刻

负荷和负荷的历史数据进行自相关性分析，结果如

图1所示。从图中可以看出负荷历史数据和预测时

刻负荷在不同时间间隔时相关性差异明显，以 0. 8
作为阈值，选择时间间隔为1、2、3、23、24 h的负荷

历史数据纳入负荷预测的输入变量中。

综上，确定地铁车站空调负荷预测输入变量为：

①客流量G；②是否为工作日W（1/0）；③预测时刻

t；④室外干球温度Td；⑤室外湿球温度Tw；⑥预测时

刻前 1 h、2 h、3 h、23 h、24 h的空调负荷Q。故地铁

车站空调负荷预测模型的结构为

Q ( t )= f (G ( t-1)，W，t，Td ( t-1)，Tw ( t-
1)，Q ( t- k ) ) （7）

式中：k为预测时刻前1、2、3、23、24 h，分别取1、2、
3、23、24。
2. 2 基于CO2浓度数据的动态客流量预测

通过对车站监测平台新风量监测数据进行分

析，发现其新风量供给量较为稳定，这也是目前许多

车站的现状。此外，由于车站内CO2测点分布广泛，

在车站内部远离出入口的CO2测点受出入口热压和

风压作用下的自然通风量影响较小，本研究通过相

关性分析对测点进行了判断和筛选。因此车站内部

CO2测点能即时反映人员动态变化情况，且数据容

易获取，可考虑采用 CO2浓度数据对客流量进行

拟合。

基于实测得到的 2019年 8月份的实际客流参

数，从监测平台提取CO2浓度数据作为输入量，但是

由于车站内部CO2监测点数量较多，分布在不同线

路的站台、站厅以及换乘平台，采用灰色关联度进行

分析，最终选择关联度超过 0. 75的三个测点，记为

A、B和C。分别采用线性回归算法和神经网络算法

建立客流量预测模型。并选用复相关系数R2和均方

根误差（root mean square error，RMSE）这两个常用

评价准则对拟合结果进行评价。

2. 2. 1 线性回归模型

根据相关性分析选择测点A、B、C的CO2体积

浓度数据作为自变量，对应时刻客流量实测数据作

为因变量，采用线性回归方法进行拟合。得到拟合

关系式如下：

G=-4 425.10+10.91C1-3.65 C2+0.01C3 （8）

式中：C1为测点A的CO2浓度数据，10−6；C2为测点

B的CO2浓度数据，10−6；C3为测点C的CO2浓度数

据，10−6。
采用式（8）得到客流量预测值，与客流量实测数

据进行比较，如图 2所示，R2=0. 83，NRMSE=348人·

h－1，预测效果一般。

2. 2. 2 神经网络模型

神经网络的概念来源于生物的神经元结构，是

由具有超强自适应能力的简单神经元并行互连组成

的网络［12］，常用作预测算法。神经网络算法中应用

表1 关联系数计算结果

Tab. 1 Calculation result of correlation coefficient

序号

1
2
3
︙
525
526
527
ri

Td
0. 79
0. 85
0. 76
︙
0. 97
0. 98
0. 93
0. 68

Tw
0. 79
0. 80
0. 71
︙
0. 76
0. 73
0. 77
0. 65

Pa
0. 50
0. 46
0. 45
︙
0. 62
0. 99
0. 74
0. 58

G
0. 64
0. 45
0. 59
︙
0. 76
0. 84
0. 79
0. 76

图1 负荷自相关系数变化图

Fig. 1 Autocorrelation coefficient change of cooling
load

图2 线性回归客流量预测结果对比

Fig. 2 Comparison of linear regression passenger
flow prediction results
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最为广泛、最为成功的神经网络算法是误差反向传

播神经网络算法。本文采用精度相对较高的BPNN
模型进行客流量预测，输入变量为测点A、B、C的

CO2浓度逐时数据，输出变量为对应时刻实测客流

量参数。即输入层节点个数为 3个，输出层节点个

数为1个。隐含层节点的选取通过比较R2和RMSE
进行选取，根据表2，数量设为 7。

通过建立神经网络预测模型得到客流量预测

值，与客流量实测数据进行比较，如图 3所示，R2=
0. 87，NRMSE=306人·h−1，预测精度较高。

相比于线性回归方法，BPNN算法预测精度更

高，更能有效反映客流变化趋势，这也表明采用CO2

浓度预测地铁车站客流量的方法是可靠的，该模型

预测得到的客流量可应用于负荷预测。

2. 3 空调负荷预测模型比选

考虑到不同时间尺度的历史数据得到的模型可

能存在差异，本节基于不同时间尺度历史数据，分别

采用BPNN算法和SVM算法建立负荷预测模型，并

比较两种模型在某一典型周（包含工作日和非工作

日）的预测效果。选取 2019年 8月份的某一典型周

（8月1日至8月7日）作为测试集，分别以8月份之前

1个月历史数据（2019年 7月份）、2个月历史数据

（2019年6月份至7月份）、3个月历史数据（2019年5
月份至 7月份）、4个月历史数据（2019年 4月份至 7
月份）作为训练数据。测试集的空调负荷逐时变化

曲线如图 4所示，从图中可以看出工作日负荷呈现

明显的早高峰和晚高峰现象，非工作日（8月3日和8
月4日）时负荷变化相对而言较为平缓。

2. 3. 1 基于BPNN算法的负荷预测

采用BPNN算法，分别以8月份之前1个月历史

数据（2019年 7月份）、2个月历史数据（2019年 6月
份至 7月份）、3个月历史数据（2019年 5月份至 7月
份）、4个月历史数据（2019年 4月份至 7月份）作为

训练数据，在测试集上的预测结果如表 3所示。当

训练集时间尺度为 4个月时，神经网络算法在测试

集预测效果如图5所示。

从不同时间尺度训练数据下BPNN算法的负荷

预测结果可以看出，不同时间尺度下神经网络算法

的预测效果并无明显差异，R2达到了 0. 96以上且

RMSE在70~80 kW之间，预测效果良好。

2. 3. 2 基于SVM算法的负荷预测

SVM由Vapnik等［13］和Ｎanye［14］提出，基本思想

是将低维空间的非线性关系，经过维度变换（基变

换），变成高维空间的线性关系。常见的基变化（也

表2 不同隐含节点数目预测效果对比

Tab. 2 Predicting performance of different hidden
node numbers

隐含节点数目/个
3
5
7
9
11
13

R2

0. 84
0. 86
0. 87
0. 85
0. 86
0. 85

RMSE/（人·h-1）
338. 71
310. 08
305. 96
321. 37
315. 43
320. 88

图3 神经网络客流量预测结果对比

Fig. 3 Comparison of passenger flow prediction re⁃
sults of BPNN

图4 测试集空调负荷逐时变化曲线

Fig. 4 Hourly variety curve of cooling load in the
test set

表3 不同时间尺度下BPNN算法预测结果

Tab. 3 Predicting results of ANN in different time
scales

训练集时间尺度/月
1
2
3
4

R2

0. 96
0. 96
0. 96
0. 97

RMSE/kW
77. 35
77. 20
78. 05
70. 89
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称核函数）包括线性核函数、多项式核函数、Sigmoid
核函数和径向基核函数［15］。由于径向基核函数具有

参数变量少、计算效率高等优点，选取径向基函数为

核函数。不同时间尺度训练数据得到的负荷预测模

型在典型周的预测结果如表4所示。当训练集时间

尺度为 2个月时，支持向量机算法在测试集预测效

果如图6所示。可以看出，不同时间尺度下SVM算

法的预测效果并没有明显差异，R2达到了0. 95以上

且RMSE在70~90 kW之间，预测效果良好。

对比神经网络算法和支持向量机算法的负荷预

测效果，结果表明，当增加训练数据量时，两种算法

的预测效果均无显著提升，R2达到了 0. 95以上，

RMSE均在 70~90 kW之间，均表现出了良好的预

测效果。但是SVM算法的运算时间要长于BPNN，
是BPNN算法的 3~4倍左右，故当数据量较大时推

荐BPNN算法。

3 结论

以广州某地铁车站为预测对象，基于地铁车站

监测平台历史数据，建立动态客流量预测模型，并以

此为基础，分别利用BPNN和SVM两种机器学习算

法，建立了地铁车站空调负荷逐时预测模型。结论

如下：

（1）利用灰色关联度方法对地铁车站空调负荷

影响因素进行相关性分析，结果表明影响车站空调

负荷的影响因素重要性排序为：客流量参数>室外

气象参数>列车行车对数，客流量参数是影响负荷

动态变化的最主要因素，这也验证了文献［8］的相关

结论。

（2）基于监测平台CO2浓度数据和部分客流量

实测数据，分别利用线性回归和神经网络两种算法

建立动态客流量预测模型，并根据预测效果最终选

择神经网络算法建立动态客流量预测模型，R2达到

0. 87，NRMSE=306人·h−1，预测模型能有效反映客流

变化趋势。因此，对于新风量供给比较稳定的地铁

车站，采用CO2浓度预测地铁车站客流量的方法是

较为可靠的，该模型预测得到的客流量可应用于负

荷预测。

（3）基于动态客流量预测模型，利用CO2浓度数

据预测车站动态客流量，并将其作为车站负荷预测

的输入参数。基于不同时间尺度历史数据，分别采

用BPNN算法和SVM算法建立地铁车站空调负荷

预测模型。比较两种模型在某一典型周（包含工作

日和非工作日）的预测效果发现，两种算法的R2达到

了0. 95以上，RMSE均在70~90 kW之间，均表现出

了良好的预测效果。但是SVM算法的运算时间是

BPNN算法的 3~4倍左右，故当数据量较大时推荐

选择BPNN算法进行地铁车站的空调负荷预测。较

高的预测效果也表明本文提出的方法能有效解决目

前地铁车站负荷预测存在的问题，有较好的应用

前景。

图5 神经网络算法负荷预测结果对比

Fig. 5 Comparison of cooling load prediction re⁃
sults of BPNN in the test set

表4 不同时间尺度下SVM算法预测结果

Tab. 4 Predicting results of SVM under different
time scales

训练集时间尺度/月
1
2
3
4

R2

0. 96
0. 96
0. 96
0. 95

RMSE/kW
76. 35
74. 28
82. 81
87. 38

图6 支持向量机算法负荷预测结果对比

Fig. 6 Comparison of cooling load prediction re⁃
sults of SVM in the test set
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