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基于改进典型相关分析的中低速悬浮系统异常检测方法
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摘要：利用悬浮系统的多类监测数据，提出了一种基于改进

典型相关分析（canonical correlation analysis，CCA）的中低速

悬浮系统异常检测方法。运营线数据验证了该方法能获得

较好的阈值，且与基于K-medoids的方法和基于支持向量数

据域描述（support vector data description，SVDD）的方法相

比，该方法能获得更高的检测率。
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Anomaly Detection Method of Middle-low
Speed Suspension System Based on
Improved Canonical Correlation Analysis
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Abstract： This paper presents an anomaly detection
method for middle-low suspension system based on an
improved canonical correlation analysis（CCA）by using
the multiple types of monitoring data from the suspension
system. A better threshold and a higher detection rate can
be obtined by the proposed method in comparison with
the thresholds by K-medoids -based method and the
support vector data description（SVDD）-based method.
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中低速磁浮列车作为一种新型的城市轨道交通

工具，越来越得到公众的关注和认可。悬浮系统作

为中低速磁浮列车的关键系统之一，其安全性和可

靠性对中低速磁浮列车的运行具有十分重要的影

响。其中，异常检测技术作为一种提高系统运行安

全的有效手段，受到了学术界和工业界的广泛关注

和研究。因此，为提高中低速磁浮列车悬浮系统的

安全性和可靠性，研究悬浮系统的异常检测技术具

有十分重要的意义。

国外，Harrou等提出了一种基于主成分分析

（principal component analysis，PCA）的 MCUSUM
异常检测策略，能更好地检测出系统的微小异常［1］。

Bi等提出了一种基于PCA的异常检测模型，能够准

确有效地检测出异常，提高了算法的效率和稳定

性［2］。Xie等针对在线和准确的异常检测问题提出

了一种基于双边PCA的异常检测方法，实现了快速

准确的实时异常检测［3］。Pan等提出了一种用于传

感器数据集成核PCA和关联规则挖掘的数据驱动

异常检测方法，可实现卫星电力系统的异常检测［4］。

Yin等提出了一种改进的数据流聚类算法，并根据改

进的算法设计了异常检测模型，所建立的模型能够

随着数据流的变化进行修改，从而及时检测出异常

的发生［5］。Gu提出了一种系统的方法来识别客流异

常的性质并动态估计其警报级别，能够很好应用于

预警管理和优化客流组织策略的实时决策［6］。Li提
出了一种新的基于群集的异常检测方法来检测异常

航班，能够在事故发生之前识别和减轻风险［7］。针

对物联网应用程序中实时检测异常问题，Lyu提出

了一种Fog-Empowered异常检测方法，不仅能够减

少延迟和能耗还能实时检测异常，并且有较高的检

测精度［8］。针对从异常环境中的训练集导出的主成

分可能会被异常扭曲的问题，O’Reilly等提出了一

种最小体积椭圆主成分分析的分布式异常检测方

法，能够得到更为稳健的训练集主成分［9］。针对大

多数异常检测算法无法满足有效性和实时能力的问

题，Ding提出了一种基于长短期记忆（long short-
term memory，LSTM）神经网络和高斯混合模型
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（Gaussian mixture models，GMM）的实时异常检测

算法［10］。Yang等提出了一个基于二部图和共聚的

异常检测创新框架，能够在新浪微博数据集上高精

度地检测个体和群体异常［11］。Yan提出了一种深度

半监督异常检测方法，并将该方法应用于燃气轮机

燃烧室异常检测方面，能够有效地检测出燃烧室的

异常或故障［12］。Lu等提出了一种用于异常检测的

半监督机器学习算法，解决了传统的基于关键质量

指标的硬决策方法难以承担大数据环境下监控体验

质量异常检测任务的问题［13］。针对无线通信中的频

谱异常检测问题，Feng等采用深结构自编码神经网

络对频谱异常进行检测，并以时频图作为学习模型

的特征，同时用阈值来区分异常和正常数据［14］。为

了解决无法获得异常的经验知识或历史数据完全没

有标记而导致的传统故障识别方法不适用等问题，

Li等提出了一种新颖的基于深度学习的机械设备异

常检测方法［15］。Liang等提出了一种共享的连接深

度神经网络，用于电力消耗时间序列异常预测［16］。

国内，对于车载灵活数据速率控制器局域网络，

罗峰等提出了一种基于支持向量机的异常入侵检测

算法［17］。针对多波束海底地质数据的异常问题，何

书锋等提出了一种新的异常检测方法——深度支持

向量检测算法［18］。王慧珍等提出了一种基于

Logistic集成学习的列车MVB 网络异常检测方

法［19］。考虑无人机传感器易受网络攻击问题，充分

利用数据的时间相关性，李晨等提出了针对无人机

传感器数据的异常检测模型［20］。针对非规则采样且

具有缺失值的多维航空时序数据，闫媞锦等提出了

非规则采样多维时序数据异常检测算法［21］。韩昭蓉

等提出了一种基于双向LSTM模型的轨迹异常点检

测算法。该方法的检测性能显著优于恒定速度阈值

法、不考虑数据时序性的经典机器学习分类算法和

卷积神经网络模型［22］。为了解决训练样本数据集中

正类、负类样本不平衡的问题，姚宇等提出一种考虑

负类样本信息的加权超椭球体支持向描述方法［23］。

针对传统异常检测模型在数据不平衡情况下对少数

异常类样本识别效果较差的问题，王杰等提出了一

种基于改进扩散映射的支持向量数据描述算法，构

建新的模型并将其应用于工业异常检测［24］。针对核

动力系统故障类型多、故障发生概率小、故障样本匮

乏的特殊问题，基于夹角余弦距离计算理论，从正常

历史运行数据出发，王雯珩等提出一种检测系统异

常的算法，有效应对了故障样本不足的现实问题［25］。

针对目前大多数方法仅从单一视角检测业务流程执

行异常而导致的异常检测不全面问题，孙笑笑等提

出了一种基于上下文感知的多角度业务流程在线异

常检测方法［26］。

此外，虽然在实际工程应用中，根据《中低速磁浮

交通车辆悬浮控制系统技术条件 CJ/T458-2014》，目
前悬浮系统已具备一套自诊断系统，且该自诊断系统

根据上述经验阈值进行异常检测，但额定的悬浮间隙

以及间隙波动的情况比较复杂。主要有：

（1）根据线路情况和列车的状况调整额定的悬

浮间隙，如北京线设计为8mm，长沙线为9mm等，且

悬浮控制器会根据速度的变化来调整额定的悬浮间

隙。另外，由于每个传感器和结构安装的差异性使

得每个点的额定悬浮间隙不一定是8mm。

（2）列车运行时由于速度、轨道不平顺等多种因

素综合作用，或者列车悬浮静止时由于车轨共振等

因素作用导致异常的间隙值低于经验阈值，从而导

致漏报。

综上所述，虽然LSTM等深度学习方法取得了

较好的结果，但实际工程中不能标记出足够多的异

常数据。而多元分析技术能利用历史数据进行异常

检测，且不需要大量的异常数据，甚至直接通过健康

数据就能检测异常数据。常用的多元分析技术有基

于PCA、基于偏最小二乘方法（partial least squares，
PLS）和基于典型相关分析（canonical correlation
analysis，CCA）的异常检测方法。虽然三种方法都

有模型训练和异常检测两步，但又有一定的区别。

基于PCA的检测方法在整个过程中只考虑一个数

据集，基于PLS的检测方法考虑的是过程变量和质

量相关变量，而基于CCA的检测方法面向的是系统

中存在明确的输入输出关系且输入输出数据在线可

测的情况，即基于CCA 的检测方法可以视为基于

PCA和基于PLS的检测方法的一种扩展［27］。因此，

针对悬浮系统异常检测问题，利用悬浮系统的输入

输出数据，提出了一种基于改进的CCA的多维时间

序列异常检测方法。通过CCA处理悬浮系统的多

维数据以获得故障检测指标，即二次统计量。由于

悬浮系统中部分数据呈非高斯分布导致二次统计量

也呈非高斯分布的问题，使用Box-Cox变换将每种

类别下建立的二次统计量转换为高斯分布变量，并

利用高斯分布的置信区间来确定异常阈值。
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1 悬浮系统的异常数据

1. 1 数据分类

由于悬浮系统在不同的运行场景下所产生的数

据之间存在较大的差异，故需要对数据进行划分，以

便在不同的运行场景下进行异常检测，这样有利于

提高检测的可靠性。悬浮系统在运行中会产生大量

的数据，主要包括悬浮间隙、电磁铁电流、悬浮电磁

铁的垂向加速度、悬浮控制器的输入电压和车辆运

行速度。

图1为悬浮监控单元中某一个悬浮控制单元在

某一天的间隙数据，由车库内、出库、正线运行和回

库4部分数据组成，其中，一天的数据约不到70万个

样本点，而在正线运行过程中采集的悬浮数据有近

50万个采样点。因此，正线运行过程的数据是本文

的研究重点。由图可知，在正线运行的数据中，站内

悬浮静止的间隙数据（如第1个虚线区域所示）与站

间运行的间隙数据（如第2个虚线区域所示）的幅值

有明显的差异。

为了更为直观地反映两者之间的差异，从悬浮

系统的历史数据中选择一段列车从始发站运行到终

点站的悬浮系统历史数据，如图2所示。从图2可以

看出，站内悬浮静止的间隙数据与站间运行的间隙

数据之间的差异大且站间运行的间隙波动较为频

繁。因此，本文将磁悬浮列车的数据分为2类（站内

静止悬浮和站间行驶），其中，第 1个虚线框中的数

据属于站内静止悬浮，第 2个虚线框中的数据属于

站间行驶。

1. 2 典型的异常类型

结合工程经验和运营数据，本文从站间行驶和

站内静止悬浮中分别选择一些典型的异常。

1. 2. 1 站间行驶时异常类型

本文从站间行驶的历史数据中选择含有3类异

常的数据。图 3~图 5分别为第 1类异常、第 2类异

常和第 3类异常的数据，其中虚线框中的数据属于

异常数据，图 a中两条直线分别为基于经验的上、下

图1 某一个悬浮控制单元在某一天的间隙数据

Fig. 1 The gap data of a certain suspension control
unit on a certain day

图2 悬浮系统的历史数据曲线

Fig. 2 The historical data curve of the suspension
system
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限阈值。当前数据来源于标准间隙为 9mm的悬浮

系统，则基于经验的上、下限阈值分别为 5mm和

13mm。

图 3中间隙有明显的波动，但没有超过经验阈

值，此时加速度、电流和电压也对应有一定的波动。

在实际工程中，当悬浮系统过三型接头或弯道时容

易发生该类异常。对于这类异常，通过经验阈值不

一定能检测出来。图4的这类异常的现象是间隙有

很大的波动，且超过经验阈值，此时加速度、电流和

电压也对应有巨大的波动。在实际工程中，当悬浮

系统多次与轨道发生碰撞时容易发生该类异常。对

于这类异常，通过经验阈值很容易检测出来。图 5
的这类异常中，除了个别位置的间隙稍微大点外，其

他位置的间隙没有明显的波动，且都没有超过经验

阈值，此时电流和电压也没有明显的波动，但加速度

的波动很明显。在实际工程中，当加速度传感器有

异常或加速度传感器的灵敏度比间隙传感器高或控

制器内部接插件出现问题时容易发生该类异常。对

于这类异常，根据经验阈值方法无法检测出来。

图3 第1类异常的数据

Fig. 3 The first type of abnormal data

图4 第2类异常的数据

Fig. 4 The second type of abnormal data
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1. 2. 2 站内静止悬浮时异常类型

本文从站内静止悬浮的历史数据中选择含有第

4类异常的数据。图 6为第 4类异常的数据，其中虚

线框中的数据属于异常数据。这类异常的现象是间

隙没有明显的波动，此时电压不变，但电流有明显的

波荡，加速度有剧烈的波动。在实际工程中，当列车

与轨道产生共振时容易产生这类异常，但经验阈值

方法无法检测出来。

2 异常检测方法

考虑多维时间序列进行异常检测时，一般会面

临两方面的问题：检测异常的指标难以建立和数据

呈非高斯分布难以处理。

由于经验阈值方法仅采用悬浮系统的间隙数

据，并没有充分利用悬浮系统的其它数据，导致该方

法对于第 3类和第 4类异常的检测能力存在一定的

不足。对此，利用悬浮系统的间隙、电流、加速度、电

压和速度等数据，采用CCA建立指标。

由于悬浮系统中间隙、电流、加速度、电压和速

度等数据并不都服从高斯分布，导致当直接通过

CCA处理悬浮数据并获得检测指标，即二次统计量

后，二次统计量不服从高斯分布。此时，通过常规的

阈值设置方法获得的异常阈值，很容易导致误报或

漏报的情况。因此，需要将二次统计量的分布转换

图5 第3类异常的数据

Fig. 5 The third type of abnormal data

图6 第4类异常的数据

Fig. 6 The fourth type of abnormal data
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成高斯分布。

对此，通过Box-Cox变换将每种类别建立的二

次统计量转换为高斯分布变量，并利用高斯分布的

特点来确定不同类别下的异常阈值。

2. 1 传统的CCA算法

假设某一个类别下的N个过程数据样本可表

示为

X0= [ x0 (1)，x0 (2)，⋯，x0 (N ) ] ∈R l×N （1）

Y0= [ y0 (1)，y0 (2)，⋯，y0 (N ) ] ∈Rm×N （2）

式中：x0 ( i)和 y0 ( i)（i=1，…，N）是在相同类别下测

得的过程输入和输出向量；l和m分别为输入和输出

的变量个数。

通过式（3）和式（4）去掉平均值，即

x ( i) =x0 ( i) -μx （3）

y ( i) = y0 ( i) -μy （4）

其中，μx=
1
N∑i=1

N

x0 ( )i ，μy= 1
N∑i=1

N

y0 ( )i 。

用X和Y表示去均值后的输入和输出数据，即

X= [ x (1)，x (2)，⋯，x (N ) ] ∈R l×N （5）

Y= [ y (1)，y (2)，⋯，y (N ) ] ∈Rm×N （6）

然后输入和输出的协方差和互协方差可以估

算为

Σx≈
1

N-1∑i=1
N

( )x0 ( )i -μx ( )x0 ( )i -μx
T=

XX T

N-1

（7）

Σy≈
1

N-1∑i=1
N

( )y0 ( )i -μy ( )y0 ( )i -μy
T=

YYT

N-1

（8）

Σxy≈
1

N-1∑i=1
N

( )x0 ( )i -μx ( )y0 ( )i -μy
T=

XYT
N-1

（9）

根据CCA技术［28］，相关矩阵E定义为

E=Σ-
1
2

x ΣxyΣ
-
1
2

y （10）

通过奇异值将相关矩阵E分解为

E= τΣRT （11）

式中：τ= (γ1，…，γl)为相关矩阵的左奇异向量；

R= ( r1，…，rm)为右奇异向量；Σ= é
ë
êêêê

ù
û
úúúúΣϱ 0

0 0
为典型

相关系数，ϱ表示非零奇异值个数。Rank (Σϱ) =ϱ，
Σϱ=diag ( λ1，...，λϱ)，1≥ λ1≥ λ2≥…≥ λϱ≥0是典

型的相关系数，γi( i=1，…，l )和 rj( j=1，…，m )是
对应的奇异向量。

令

J=Σ-
1
2

x τ (：，1：ϱ) （12）

L=Σ-
1
2

y R (：，1：ϱ) （13）

MT=ΣϱJT （14）

残差可以定义为

r (k ) =LT y (k ) -MTx (k ) （15）

出于检测目的构造了二次统计量 Q (k )［29］。
Q (k )的表达式为

Q (k ) = rT(k ) r (k ) （16）

2. 2 基于Box-Cox变换的异常阈值设定

2. 2. 1 传统阈值设定的不足

根据文献［30］进行阈值设置。

J th，Q= gχ 21- α(h) （17）

其中，g= s
2μ0

，h= 2μ
2
0

s
，μ0和 s能被估计。

μ0=
1
N∑k=1

N

Q ( )k （18）

s= 1
N-1 ∑k=1

N

(Q (k ) -μ0) 2 （19）

当Q (k )为高斯分布时，通过公式（17）获得的阈

值会比较理想。然而，当Q (k )是非高斯分布时，该

方法确定的阈值将产生较大误差。

2. 2. 2 新阈值的设定

为了确定与系统的不同健康状况相对应的

Q (k )的范围，可以通过Box-Cox变换将非高斯分布

转换为高斯分布［31］，然后利用高斯分布的性质来确

定Q (k )的范围。

Box-Cox 转 换 的 过 程 为 通 过 式（20）将

( p1，p2，⋯，pn)转换为 ( z1，z2，⋯，zn)。

zj( )λ =
ì

í

î

ïïïï

ïïïï

( )pλj-1
λ

，λ≠0

ln pj，λ=0
j=1，2，...，n （20）

其中，λ是一个使得每个独立的 pj( λ)服从正态分布

N ( μ，σ 2)的常数。为了确定λ的值，定义将联合概率

密度函数 ( p1 ( λ)，p2( λ)，⋯，pn ( λ) )为
f ( )p1 ( )λ ，p2( )λ ，…，pn ( )λ =

( )2πσ 2 -n2 e
- 1
2σ2 ( )P ( )λ -μ1n

T( )P ( )λ -μIn
（21）

其中，In是n阶单位向量。

 

 固定时，将μ和σ 2的似然函数表示为
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L ( )μ，σ 2|λ =

( )2πσ 2 -n2 e
- 1
2σ2 ( )P ( )λ -μ1n

T( )P ( )λ -μIn
（22）

此外，μ和σ 2的最大似然函数为

μ̂ ( λ) = 1n∑j=1
n

pj( )λ （23）

σ̂ 2( λ) = 1n∑j=1
n

( pj( λ) - p̄ ( λ) ) 2 （24）

因此，似然函数的最大值为

L ( μ̂ ( λ)，σ̂ 2( λ) |λ) = (2πσ̂ 2( λ) ) -
n
2 e-

n
2 （25）

通过取式（25）的对数来获得式（26）。
lnL ( )μ̂ ( )λ ，σ̂ 2( )λ |λ =

-n2 ln σ̂
2( )λ - n ln ( )2π

2 - n
2

（26）

忽略式（26）右端的常数，并将等式记录为 l ( λ)，
如公式（27）所示。

l ( )λ =-n2 ln σ̂
2( )λ =

-n2 ln [
1
n∑i=1

n

( )pj( )λ - p̄ ( )λ 2 ]
（27）

通过最大似然法确定
 

 的值。如果存在

λ= λ0，则导致 l ( λ) =max
λ

( λ)，则  0 = 是适用的。

式（27）仅适用于正数。但是，当存在 pj<0时，

式（28）可用于pj。

zi( λ) =
ì

í

î

ï
ïï
ï

ï
ïï
ï
ï
ï

( )( )pj+ a
λ-1

λ
，λ≠0

ln ( )pj+ a ，λ=0。
（28）

在经过式（28）处理后，其他步骤与式（20）~
（27）相同。

通过Box-Cox变换将Q (k )的分布转换为高斯

分布后，选择 [ μ-3σ，μ+3σ ]作为异常阈值，这意

味着在这个范围内约99. 73％的样本是健康的［33］。

2. 3 算法流程

异常检测的流程如图 7所示，它由模型训练和

异常检测两部分组成。左侧的虚线框是模型训练，

右侧的虚线框表示异常检测。

模型训练主要是通过健康的历史数据获得每个类

别下的异常检测模型和用于异常检测的μx、μy、Σx、Σy、

Σxy、γ、ρ、L、MT、D1和D2。模型训练的步骤为

（1）获得n个类别；

（2）在第n0个类别下获得N个健康样本，分别构

建X0和Y0；

（3）根据式（3）~（9）计算μx，μy，X，Y，Σx，Σy，Σxy；

（4）根据式（11）~（16）计算τ、R、L、MT、r和Q；

（5）根据式（20）、式（21）和式（27）计算 λ和 z，并
根据置信区间计算阈值；

（6）存储该类别下μx、μy、Σx、Σy、Σxy、τ、R、L、MT；

（7）n0< n？ 是，返回到步骤2）；否则，结束。

而异常检测主要是根据数据判断系统当前的类

别，然后调取该类别下的μx、μy、Σx、Σy、Σxy、τ、R、L和

MT用于计算当前的残差，再将残差与D1和D2进行

比较。异常检测的步骤为

图7 异常检测流程图

Fig. 7 The flow chart of anomaly detection
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（1）获得k时刻的数据x (k )和y (k )；
（2）判断和切换当前的类别；

（3）选择当前类别下μx，μy，Σx，Σy，Σxy，L和MT；

（4）根据式（15）和式（16）计算 r (k )和Q (k )；
（5）根据式（20）或式（28）计算z (k )；
（6）判断：

μ-3σ< z (k ) <μ+3σ⇒系统是健康的；

其他⇒系统是异常的。

3 实验结果与分析

3. 1 数据处理与分析

使用悬浮系统的监测数据，其中一段数据为健

康数据，另一段数据为含有 3类异常的数据。由于

使用多维数据，因此，只通过长度为4个采样点的移

动时间窗口获得140 000组训练数据。

图 8为悬浮间隙、电流、电压、加速度和速度的

正态分布检验图。从图中可以看出，悬浮间隙、电

流、电压、加速度和速度这5个量的分布并不都呈高

斯分布。

由于多维数据中有部分数据不呈高斯分布，如

果直接采用CCA处理多维数据并获得二次统计量

Q，那二次统计量Q的分布也不理想，如图 9所示。

此时，根据二次统计量Q，利用传统的阈值设置方法

所获得的阈值会很不合理，即，当使用式（17）~（19）
来计算Q的阈值时，将不可避免地导致较大的误差。

通过式（17）~（19）可得，μ0=2.224 6×10-5，s=

7.530 5×10-10， g= s
2μ0
=1.692 5×10-5， h=

2μ20
s
≈2，从而其阈值为

J th，Q= gχ 21- α(h) =1.587 6×10-5 （29）

图10为通过CCA获得的Q值，且这些值绝大部

分都大于通过传统阈值设置方法获得的阈值 Jth，Q。
在图 10中，大量样本明显分布在阈值以上。因此，

该方法不可行。

图 11为Q的正态分布检验图。从图 11可以看

出，Q的分布不遵循高斯分布。对此，可通过Box-
Cox变换将Q变换为正态分布变量Q1，即将Q代入

式（20）~（28），并获得的参数λ为0. 138 2。
图 12和图 13是Q1的曲线和分布直方图。由图

12和图13可知，Q1的分布明显比Q的分布更接近高

斯分布。为了进一步证明这点，可通过Q1的正态分

布检验图进行直观显示，如图 14所示。与图 11相

比，图 14中几乎所有的离散点都分布在直线附近。

这表明Box-Cox变换可以有效地将非高斯分布数据

转换为高斯分布数据。

图8 悬浮系统数据的正态分布检验图

Fig. 8 The normal distribution test chart of suspen⁃
sion system data
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3. 2 异常检测结果分析

图15为本文方法对站间行驶下3类异常的检测

结果。图15的a~f分别为间隙、加速度、电流、电压、

速度的测量数据和二次统计量及其对应的阈值，3类
异常分别用 3个虚线框圈出，从左往右分别是第 1
类、第2类和第3类异常，且图 f中正方形为本文方法

检测出的异常点。由图 f可知，本文提出的方法能有

效检测出3类异常。

图 16为本文方法对第 4类异常的检测结果，其

中直线为本文的阈值。

第4类异常持续的时间为538个采样点，本文的

方法能检测出 531个点，这说明本文方法能有效检

测出第4类异常。

为验证所提方法的有效性，从现有的运营线数

据中提取了32个第1类异常数据、104个第2类异常

数据、41个第3类异常数据、208个第4类异常数据，

分别采用本文的方法、基于K-medoids的方法［32］和

基于SVDD的方法［33］计算异常的检测率，计算结果

如表1所示。

由表可知，对于第 2类异常，3种方法的检测率

都为100%；对于第1类和第3类异常，本文方法的检

测率明显比另外两种高；对于第 4类异常，3种方法

的检测率都为 100%。综上所述，与基于K-medoids
的方法和基于SVDD的方法相比，本文的方法能更

有效地检测出4类异常。

4 结语

针对悬浮系统异常检测问题，为进一步提高异

常检测率，提出了一种基于改进的CCA的多维时间

序列异常检测方法。通过CCA处理悬浮系统的多

维数据以获得故障检测指标，即二次统计量。由于

悬浮系统中部分数据呈非高斯分布导致二次统计量

也呈非高斯分布的问题，使用Box-Cox变换将每种

类别下建立的二次统计量转换为高斯分布变量，并

图9 Q的分布直方图

Fig. 9 The distribution histogram of Q

图10 Q值及传统方法的阈值

Fig. 10 Q value and the threshold of the traditional
method

图11 Q的正态分布检验图

Fig. 11 The normal distribution test chart of Q

图12 Q1曲线

Fig. 12 The Q1 curves

图13 Q1分布直方图

Fig. 13 The distribution histogram of Q1

图14 Q1的正态分布检验图

Fig. 14 The normal distribution test chart of Q1
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利用高斯分布的置信区间来确定异常阈值。实验结

果表明，本文方法能有效检测出4类异常，而且与基

于K-medoids的方法和基于 SVDD的方法相比，能

更有效地检测出4类异常。

本文方法的贡献主要有：

（1）利用悬浮系统的多维健康数据，提出了一

种基于改进的 CCA的多维时间序列异常检测方

法，该方法对 4类异常的检测率都在 96%以上。

（2）使用 Box-Cox变换将每种类别下建立的

二次统计量转换为高斯分布变量，解决了呈非高斯

分布的二次统计量导致传统阈值设定不合理的

问题。

图15 站间行驶下3类异常的检测结果

Fig. 15 The detection results for three types of abnormalities under driving between stations

图16 本文方法对第4类异常的检测结果

Fig. 16 The detection result for the fourth type of
anomaly by the method in this paper

表1 检测结果对比

Tab. 1 Comparison of test results

异常的类别

第1类
第2类
第3类
第4类

数量

32
104
41
208

本文方法

检测出的数量

31
104
40
208

检测率/%
96. 9
100
97. 6
100

基于K⁃medoids的方法

检测出的数量

25
104
34
208

检测率/%
71. 8
100
82. 9
100

基于SVDD的方法

检测出的数量

28
104
37
208

检测率/%
87. 5
100
90. 2
100
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