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基于小波散射深度序列神经网络的制动噪声
分类识别
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摘要：为实现对制动噪声的智能化识别，研究了一种小波散

射结合深度序列神经网络的识别方法。采用3层小波散射变

换构造出制动噪声相应卡钳振动信号的小波散射多维特征

向量。首先，以单层一维卷积神经网络（1DCNN）和单层双

向长短时记忆网络（BiLSTM）为基础，将小波散射特征以序

列形式和分别输入方式进行训练和测试；结果显示，与短时

能量和短时平均过零率这类一维序列输入相比，小波散射变

换多维特征输入能够大幅提高分类准确率。其次，针对网络

欠拟合状况，建立的4层深度1DCNN与3层深度BiLSTM网

络相比，其基础网络具有更强的特征捕捉能力，均进一步提

高了制动噪声分类准确率。根据分类性能指标 F1，4 层

1DCNN 的整体性能均超过 3 层 BiLSTM 网络，并且具有训

练参数数量较少的优越性。
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Braking Noise Classification Based on 
Wavelet Scattering Deep Sequential 
Neural Network

JIANG　Tianyu， JIN　Chang， LI　Tianshu， LI　Yang
（School of Autormotive Studies， Tongji University， Shanghai 
201804， China）

Abstract：A data driven classification method based on 
wavelet scattering collaborative deep sequential neural 
network is studied to achieve intelligent braking noise 
recognition. Wavelet scattering transform is used to 
extract the features of caliper vibration signals relating to 
braking noise， which form the multidimensional wavelet 
scattering feature vectors. These feature vectors are input 
respectively to a standard one layer 1D convolutional 
neural network （1DCNN） and a one layer bi-directional 
long short-term memory （BiLSTM） network. The testing 

results show that the accuracy for braking noise 
classification can be improved significantly by both 
networks input with multidimension features from 
wavelet scattering transform compared with one-

dimension features from Shot-time Energy and Shot-time 
mean zero crossing rate. Modified 4-layer deep 1DCNN 
and 3-layer deep BiLSTM network are further proposed to 
reduce training underfitting from standard one layer 
networks to enhance the capability of feature capture and 
further improved the classification accuracy. According to 
F1 indicator the 4-layer deep 1DCNN shows a better 
overall performance than that of 3-layer deep BiLSTM 
network， which also has advantages of fewer training 
parameters.

Key words： braking noise； wavelet scattering； deep 
learning； 1D convolutional neural network； long short-

term memory network 

制动噪声通常指的是汽车刹车时的啸叫声、刷

盘声或咯吱声等。当制动噪声过大时，用户会对制

动系统的可靠性产生担忧。如何利用采集的信号快

速准确地识别制动噪声类型是一项有意义的研究

内容。

深度学习方法可取代传统的浅层的分类器，显

著提高分类识别准确率。信号在输入前的特征提取

是深度学习分类系统的关键，可采用短时能量［1-3］以

及短时平均过零率［4-6］等一维特征序列，而小波散射

变换以其对信号提取特征的多维丰富性以及可以最

大程度地减少类内差异。本文基于小波散射变换提

取制动噪声信号的多维序列特征，分别结合两种序

列输入的深度神经网络，一维卷积神经网络

（1DCNN）和双向长短时记忆网络（BiLSTM），对制
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动噪声信号数据进行训练与测试，验证该方法的分

类效果。

1 制动噪声样本的采集 

开展车辆道路制动试验的车辆四轮均为盘式制

动结构。在制动过程中采集驾驶员耳旁噪声与四轮

卡钳振动信号，传声器与加速度计布置如图1所示。

卡钳振动信号由于具有较高信噪比及更大的样本量

将作为制动噪声分类的输入信号［7］，试验中以踩下

和抬起制动踏板为信号采集开始和停止的触发条

件，采样频率为48kHz。
本文根据SAE-J2521制动噪声试验标准并结合

所关注的噪声类型选取了3类试验中主要出现的制

动噪声作为分类对象，分别为啸叫声（Squeal）、多频

段噪声（KG）以及咯吱声（Squish），3 类噪声以外的

背景噪声以及无噪声归为其他（Others）类。4种类

型噪声信号的时域波形如图2所示。

2 小波散射变换特征提取 

由图 2 可以看出，引发制动噪声的卡钳振动信

号属于非稳态瞬变信号，小波散射变换会在提取低

频特征后利用小波变换模恢复丢失的高频信号。采

用小波散射变换来提取制动噪声信号更复杂的特

征，还在一定程度上实现数据维度缩减，同时保留各

个类之间的可区分性。

2. 1　小波散射变换原理　

一次小波散射变换包含小波卷积、取模非线性

化和池化平均3步过程，其表达式为：

SJ(λ) f = | f*ψλ (x) |*ϕJ （1）

式中：ψλ (x)为小波函数；f*ψλ (x)表示小波变换后的

高频信息；ϕJ表示尺度函数。

信号经小波散射变换后，小波特征系数的区分

度被降低［8］，通过继续进行模运算和低通滤波来达

到特征系数的稳定。信号的分层散射过程可用图 3
表示。下一层的输入小波变换模，记作Uλ f，以恢复

丢失的高频信息，小波散射的传播算子即为输出：

     
- -------Uλ f ={Uλ f，SJ(λ) f }={ | f*ψλ(x) |，| f*ψλ(x) |*ϕJ } （2）

信号依次分层迭代，形成一系列散射系数特征

{S (0)，S (1)，⋯，S ( n )}。

2. 2　卡钳振动信号小波散射特征提取　

对制动时卡钳振动加速度信号进行小波散射分

层特征提取，框架如图 4所示，散射网络可以包含 3
层及以上，但是实际运用中随着层数的增加每次迭

代都会耗散振动信号的能量，因此 3层小波散射网

络足以提取本文振动信号的散射特征。

由3层散射系数提取出的制动振动信号组成的

多维系数向量矩阵包含了该型号的小波散射特征。

其中，第1层特征为一维向量，其余为多维向量。图

5—图7为4类信号1—3层特征可视化图。4类不同

时长的信号按照采样频率的数据维度分别为 1×
176 880、1×126 192、1×92 784及 1×110 064，而经

小波散射变换后提取出的 3 层总特征维度分别为

497×22、497×16、497×12 和 497×14。数据维度

缩减为原信号的1/10，有效减少了数据处理量。

图1　驾驶员耳旁传声器与卡钳振动加速度计布置

Fig.1　Microphone and accelerometer arrangement

图 2　四类制动卡钳振动时域波形

Fig.2　Time domain waveform from four types of 
brake caliper vibration

图3　信号经小波散射分层传播

Fig.3　Signal propagating through wavelet scattering 
layers
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3 序列神经网络模型 

卡钳振动信号通过小波散射变换提取的多维散

射特征中每一维都为序列数据，且根据信号时长不

同表现为不定长序列。因此需采用不定长输入的序

列神经网络模型进行分类。

3. 1　一维CNN结构　

一维 CNN 常被用于处理不定长的序列信息。

图8显示了多维序列的一维卷积过程。本文建立的

基础一维CNN Conv-1网络结构如图9所示，一维卷

积核、层归一化［9］以及ReLu 函数组成了卷积层，网

络最后的输出由Softmax函数将不同类别预测结果

以概率分布输出。

3. 2　BiLSTM网络结构　

LSTM网络是一种处理序列数据的循环神经网

络（RNN），通过一系列“门”操作，学习长期依赖信

息。在此基础上发展出的双向长短时记忆网络（Bi-
directional LSTM， BiLSTM）［10］实现了信息的双向

传递。BiLSTM单元结构如图 10所示， h与 h'分别

为前向层与反向层输出。

信号的小波散射特征以数组序列格式通过输入

层输入 BiLSTM 网络层，本文建立的网络结构

BiLSTM-1采用100个BiLSTM单元。

3. 3　网络训练与测试　

Conv-1与BiLSTM-1网络的卷积层与BiLSTM
层在提取小波散射特征后通过正向传播预测分类并

计算与真实分类的误差，误差反向传播对网络参数

如权值和偏置进行更新。单个样本误差损失函数定

义为交叉熵形式：

Lj =-∑
i = 1

K

yi ln ( ŷi ) （3）

图4　小波散射分层特征提取框架

Fig.4　Hierarchical feature extraction framework of 
wavelet scattering

图5　第1层小波散射1维特征

Fig.5　First layer 1D features from wavelet scattering

图6　第2层小波散射94维特征

Fig.6　Second layer 94-dimension features from 
wavelet scattering

图7　第3层小波散射402维特征

Fig.7　Third layer 402-dimension features from 
wavelet scattering

图8　一维卷积计算过程

Figure 8　1D convolution computation of multi-di⁃
mensional sequences
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整体损失函数为：

J ( Θ )=∑
j = 1

N

Lj （4）

式中：yi 为真实概率；ŷi 为分类预测概率； Θ代表网

络中待迭代更新的权值和偏置参数；N和K分别为

样本与分类数量。

网络训练获取使整体损失函数 J最小化的网络

参数Θ，为求解该迭代优化问题，采用自适应动量估

计算法（adaptive moment estimation，Adam）［11］进行

自适应寻优。超参数如表1所示。两网络的训练结

果如表 2所示，小波散射特征的结果大幅优于短时

能量和短时平均过零率特征结果。模型在测试集上

预测的准确率混淆矩阵如图 11所示。Conv-1的总

体识别率接近 93%，对 Squeal 与 KG 噪声的辨识率

相对偏低。BiLSTM-1 的总体识别率低于 78%，

Squeal 和Squish 信号的分辨较差，结合训练结果判

断整体欠拟合，需进一步调整网络结构与超参数。

4 改进的深度序列神经网络结构 

造成神经网络欠拟合的原因主要是由于浅层网

络捕捉多维输入特征的能力不足，深度神经网络具

有捕捉更细致特征的能力，对Conv-1和BiLSTM-1
的改进应从加深网络深度着手。

4. 1　网络结构改进　

增加Conv-1网络的卷积层数量至 4层，每层中

卷积核通道大小依次扩大一倍以增大感受野，分别

为32、64、128、256，后续结构与Conv-1一致，新网络

图9　基础一维CNN Conv-1结构

Fig.9　1D CNN Conv-1 architecture

图10　BiLSTM单元结构

Fig.10　BiLSTM unit structure

表1　Conv-1和BiLSTM-1网络超参数

Tab.1　Hyperparameters of Conv-1 and BiLSTM-1 
network

项目

Conv–1网络相关
BiLSTM–1网络相关

样本相关

训练相关

Adam算法相关

参数

卷积核大小
BiLSTM单元数

训练集数量
训练集/验证集比例

测试集数量
小批量大小

最大迭代次数
学习率α

学习率衰减率β0

梯度衰减因子β1

平方梯度衰减因子β2

小偏置 ε

数值

32×3
100

12，000
80%/20%

2，200
64

1 800
0. 001
0. 99
0. 9

0. 999
1×10-8

表2 不同特征输入的网络验证准确率

Tab.2　validation accuracy of two networks with 
different feature inputs

特征类型

小波散射

短时能量
短时平均过零率

Conv-1
91. 83%
77. 46%
57. 96%

BiLSTM-1
78. 00%
27. 88%
74. 50%
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命名为Conv-4。
由于每层BiLSTM的单元数较多，过深的网络

使训练参数量过大进而增大耗时。因此，对

BiLSTM-1增加两层BiLSTM层，并调整单元数，命

名为BiLSTM-4。表 3列出了改进前后两网络结构

超参数以及训练参数量对比。

4. 2　结果分析　

由于多层卷积的深度网络提高了多维特征的处

理能力，改进后两网络在测试集上的总体识别率进

一步提高，改进前后网络在各类别分类整体性能F1

指标［12］如图 12 所示。BiLSTM 网络在改进后对

Squeal 和 Squish 分类识别的性能提高了 26. 6% 和

19. 2%，加深的多层网络起到了关键作用，但整体分

类性能仍低于由一维卷积网络，其原因可能是由于

小波散射特征序列的前后依赖性不强以及双向记忆

单元的优势不明显导致。

5 结论 

本文基于卡制动钳振动信号的小波散射变换多

维特征序列结合深度序列神经网络对制动噪声的多

分类预测开展了研究，形成的结论如下：

（1） 小波散射变换可提取信号的多维序列特

征，相比于一维序列具有更丰富的结构化特征信息，

特征维度与信号时长相关，小波散射特征结合浅层

的神经网络即可大幅提高识别准确率。

（2） 一维 CNN 和 BiLSTM 网络可输入不定长

特征序列，深度网络对改善BiLSTM网络的欠拟合

问题效果显著，但分类性能低于一维CNN。相比于

深度BiLSTM网络，深度一维CNN具有分类准确度

高、训练参数量少等优点，符合工程实用条件。
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